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RESUMO

A identificação rápida da COVID-19 em pacientes proporciona uma
triagem adequada, podendo assim evitar o agravamento dos sinto-
mas ocasionados pela doença. Esta pesquisa propõe a arquitetura
CovNet-UFCSPA, composta por técnicas de pré-processamento de
dados e CNN. Um total de 24 235 imagens foram utilizadas para
treinamento, validação e teste do modelo. Técnicas de recorte, ECG
e CLAHE foram utilizadas no pré-processamento das imagens. A ar-
quitetura apresentou um recall DE 99% ao ser utilizada para classifi-
car raios-x de paciente brasileiros do HCPA. A aplicação de CLAHE
e retirada da região de interesse do raio-x trouxe uma melhoria na
taxa de FN diminuindo de 187 para 9 os resultados de classificação
do modelo. A arquitetura disponibilizou para os profissionais de saú-
de uma métrica de score e o mapa de calor das imagens testadas.
Para análise de desempenho a arquitetura foi comparada com uma
Resnet50 V2 e um Inception V3, os resultados demonstraram que a
arquitetura CovNet-UFCSPA obteve as melhores taxas de FN e VP
e o melhor recall.

Palavras-chaves: CNN; aprendizado de máquina profundo; pneumo-
nia; COVID-19.



ABSTRACT

The rapid identification of COVID-19 in patients provides adequate
screening, thus preventing the worsening of symptoms caused by the
disease. This research proposes the CovNet-UFCSPA architecture,
composed of data pre-processing and CNN techniques. A total of
24 235 images were used for training, validating, and testing the
model. Cropping, ECG, and CLAHE techniques were used in the
pre-processing of the images. The architecture presented a recall DE
99% when used to classify x-rays of Brazilian HCPA patients. The
application of CLAHE and removal of the region of interest from
the x-ray brought an improvement in the FN rate, decreasing the
classification results of the model from 187 to 9. The architecture
provided healthcare professionals with a score metric and a heat
map of the tested images. For performance analysis, the architecture
was compared with a Resnet50 V2 and an Inception V3, the results
showed that the CovNet-UFCSPA architecture obtained the best
FN and VP rates and the best recall

Keywords: CNN; machine learning; pneumonia; COVID-19.
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1 INTRODUÇÃO

Nos últimos anos a Organização Mundial de Saúde (OMS)
vem se destacando em medidas preventivas para amortizar os efeitos
das epidemias em todo mundo, a exemplo: o controle da influenza.
Segundo declaração do diretor-geral da OMS Tedros Adhanom Ghe-
breyesus, em março de 2019, um ano antes da pandemia da COVID-
19, existia um risco potencialmente contínuo de que um novo vírus
da influenza, com transmissão de animais para humanos poderia
ocasionar uma pandemia, e que a necessidade de vigilância e prepa-
ração era de extrema importância (BASTOS, 2019). Pandemias, são
conhecidas como epidemias com proporção mundial, causando gran-
de número de doentes e vítimas, refletindo diretamente na economia
global (AKIN; GÖZEL, 2020). Após a declaração do diretor-geral
da OMS, no dia 11 de março de 2020 a OMS declarou a pande-
mia de COVID-19, doença causada pelo coronavírus (Sars-Cov-2)
(WHO. . ., 2020). Mais de 6.207.615 mortes foram contabilizadas em
decorrência do vírus (WHO. . ., 2020).

O diagnóstico precoce da COVID-19 vem se mostrando ex-
tremamente eficiente na diminuição de risco de morte de um paci-
ente, além de diminuir o risco de um progresso da doença para um
estágio crítico (GONG et al., 2020). Em locais afastados dos gran-
des centros, geralmente, a capacidade dos testes é limitada, devido à
carência de suprimentos (JACOBI et al., 2020), desta forma alterna-
tivas de detecção da doença devem ser buscadas. Buscando combater
e amenizar os efeitos da pandemia estratégias para a identificação
do SARS-CoV-2 foram protocoladas, variando entre a aplicação de
testes sorológicos, a realização de testes por reação em cadeia da
polimerase por transcrição reversa (RT-PCR), vigilância de casos e
a análise da tomografia computadorizada (TC) (UDUGAMA et al.,
2020).

Algoritmos de aprendizado de máquina profundo (AMP) po-
dem auxiliar no diagnóstico de certas patologias, como tuberculose
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e câncer de pulmão, utilizando raio-X do tórax em um nível compa-
rável a radiologistas (CHASSAGNON et al., 2020). A utilização de
AMP em conjunto com técnicas de pré-processamento de imagem
se mostrou altamente precisa na detecção de pneumonia (NAHID
et al., 2020). Com isso, diversos trabalhos buscando otimizar, ace-
lerar e auxiliar a triagem de pacientes com COVID-19 estão sendo
desenvolvidos utilizando AMP, a exemplo (RAJARAMAN; ANTA-
NI, 2020) que pelo uso de AMP identifica pacientes com pneumonia
induzida pela COVID-19 utilizando raio-X do tórax fracamente rotu-
lados, técnicas semelhantes também foram utilizadas nos trabalhos
de (OZTURK et al., 2020), e (MITTAL et al., 2020).

A principal questão desta pesquisa é: ‘O quanto o uso de
AMP pode otimizar o processo de triagem de um paciente com
COVID-19?’

Este projeto propõe uma arquitetura baseada em rede neu-
ral convolucional, que a partir de raios-x do toráx seja possível identi-
ficar a COVID-19, otimizando o tempo de atendimento de pacientes
com suspeita de pneumonia causada por COVID-19 e auxiliando no
processo triagem de pacientes com suspeita de COVID-19, para que,
recebam tratamento adequado rapidamente.

1.0.1 Justificativa

A combinação do RT-PCR com a TC é descrita como a
principal ferramenta para o diagnóstico preciso da COVID-19. To-
davia, a RT-PCR é custosa e complexa para ser realizada em larga
escala, demandando equipes treinadas e equipamentos especializa-
dos (CASTRO-DE-ARAUJO et al., 2020), restringindo a sua dis-
ponibilidade. Em locais afastados dos grandes centros, geralmente,
a capacidade dos testes é limitada, devido à carência de suprimen-
tos, e onde não há disponibilidade de aparelhos e estrutura para a
realização de exames de TC (PEREIRA, 2020), o raio-X de tórax
acaba sendo o único método de investigação para a COVID-19. As
imagens radiográficas por raio-X pode permitir a triagem rápida de
pacientes com suspeita de COVID-19, e podem ser realizadas para-
lelamente a testes virais , cujo resultado pode ser demorado. O seu
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uso ajuda a aliviar o volume de pacientes, especialmente nas áreas
mais afetadas.

A radiologia é naturalmente uma das áreas da medicina com
mais contato com as imagens médicas, sendo que a Detecção Auxi-
liada por Computador (CAD) já é decisiva para o reconhecimento
de nódulos pulmonares, embolia pulmonar, fibrose pulmonar e pneu-
monia, onde ao serem aplicadas com técnicas de inteligência artifical
(IA) criam soluções que apoiam o diagnóstico (ARDAKANI et al.,
2021).

Algoritmos de AMP possuem a capacidade de classifica-
ção que apoiam o diagnóstico de certas patologias, como tubercu-
lose e câncer de pulmão, em alguns casos essas aplicações possuem
um nível de acurácia comparável a radiologistas (CHASSAGNON
et al., 2020). A utilização de AMP associadas a técnicas de pré-
processamento de imagem mostra-se ser altamente eficiente na de-
tecção de pneumonia ao analisar métricas como acurácia, precisão
e recall é possível identificar melhores classificações (NAHID et al.,
2020).

Uma revisão integrativa foi realizada no início desta pes-
quisa, buscando trabalhos no período de 2015 a 2021 com o foco
em AMP aplicada para COVID-19, esta revisão integrativa teve o
objetivo de identificar as características da doença e buscar dados
open-source para serem aplicados nesta dissertação. Esta revisão per-
mitiu identificar que muitos trabalhos encontrados não eram open
source, assim não disponibilizando os dados nem o algoritmo. No
Apêndice A é apresentada a revisão integrativa realizada.

Com isto, este projeto visa criar uma arquitetura denomina-
da CovNet-UFCSPA, utilizando dados de imagens clínicas (raio-X),
com o objetivo de identificar possíveis pacientes com COVID-19. A-
lém disso, esta arquitetura testará seu desempenho com o apoio do
Hospital da Clínica de Porto Alegre da Universidade Federal do Rio
Grande do Sul (HCPA - UFRGS), onde imagens de 1538 pacientes
diagnosticados com e sem COVID-19 serão aplicadas na CovNet-
UFCSPA.
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1.0.2 Objetivos

1.0.2.1 Objetivo Geral

O objetivo geral é automatizar os mecanismos de identifica-
ção de COVID-19, por meio de uma arquitetura de software, alimen-
tada por algoritmos de AMP e com entradas de dados de raio-X.
Esta arquitetura busca identificar se o paciente desenvolveu uma
pneumonia induzida pela COVID-19.

1.0.2.2 Objetivos Específicos

1. Criação de um banco de dados de raio-X e TC do tórax de
pacientes com COVID-19.

2. Aplicação de técnicas de pré-processamento para analise do seu
efeito no desempenho da arquitetura.

3. Análise semântica das imagens médicas, por meio de mapa de
calor, buscando o rastreamento de pontos das imagens que o
algoritmo utilizou para classificar a imagem como pneumonia
induzida pela COVID-19.

4. Aplicação da arquitetura em um ambiente real: utilizando da-
dos do HCPA - UFRGS.

5. Disponibilizar a arquitetura para a comunidade.

1.0.3 Contribuições Esperadas

Baseada na questão de pesquisa, este projeto busca cons-
truir uma arquitetura open source que deve atuar com objetivo de
classificar pacientes com COVID-19. Espera-se que este algoritmo
obtenha bons resultados de classificação. Para isto, as medidas para
análise de desempenho serão quantitativas, tais como acurácia, pre-
cisão e outras variáveis que serão discutidas na metodologia. Caso
as métricas estipuladas possuam um bom desempenho será possível
comprovar a importância da criação de ferramentas tecnológicas que
auxiliem os profissionais de saúde.
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Além disso, espera-se que arquitetura seja disponibilizada
de maneira open source. A utilização dos dados do HCPA - UFRGS
contribuirá para o processo de teste da arquitetura proposta. Um
análise de comportamento da arquitetura diante de dados de paci-
entes brasileiros e do Sistema único de Saúde (SUS), visto que con-
forme a tabela apresentada no Capítulo 4, sendo os dados utilizados
para treinamento de pacientes de outras nacionalidades.

1.0.4 Estrutura do Documento

No Capítulo 2 é apresentado os conceitos relevantes para cri-
ação da arquitetura proposta nesta pesquisa. O Capítulo 3 encontra-
se uma revisão da literatura com os principais resultados encontra-
dos que possuem relação com está dissertação. O Capítulo 4 é apre-
sentada os materiais que será utilizada para construção e validação
da arquitetura. O Capítulo 5 apresenta os métodos utilizado. No Ca-
pítulo 6 estão descritos os resultados alcançados por esta pesquisa.
O Capítulo 7 é apresentada a conclusão deste trabalho.



2 REFERENCIAL TEÓRICO

2.1 PNEUMONIA

A pneumonia é classificada como uma doença respiratória
aguda, causada comumente por vírus ou bactérias, podendo acome-
ter pacientes de forma leve ou fatal, segundo o Ministério da Saúde
sua definição consiste em:

Pneumonia é uma infecção que se instala nos
pulmões, órgãos duplos localizados um de ca-
da lado da caixa torácica. Pode acometer a
região dos alvéolos pulmonares onde desembo-
cam as ramificações terminais dos brônquios
e, às vezes, os interstícios (espaço entre um al-
véolo e outro). Basicamente, pneumonias são
provocadas pela penetração de um agente in-
feccioso ou irritante (bactérias, vírus, fungos e
por reações alérgicas) no espaço alveolar, onde
ocorre a troca gasosa. (SAÚDE DO MINISTÉ-
RIO DA SAÚDE, 2011).

Está doença ocasiona danos a vida e a sociedade, estima-se
que:

a) 15 % de todas as mortes de crianças menores de 5 anos
são ocorrência da pneumonia (ORGANIZATION, 2021);

b) A cada 39 segundos morre uma criança vítima de pneu-
monia (NAÇÕES UNIDAS - NEWS, 2021)

c) É a maior causa de morte mundial por doença infecciosa
de adultos e crianças, ceifando a vida de 2,5 milhões de
pessoas, incluindo 672.000 crianças, em 2019 (SAÚDE
DO MINISTÉRIO DA SAÚDE, 2021);

d) A COVID-19 pode adicionar 1,9 milhão ao número de
mortos este ano, no mundo, provocando um aumento das
mortes por pneumonia por "todas as causas"em mais de
75% e nenhuma outra infecção causa tantas mortes(SAÚDE
DO MINISTÉRIO DA SAÚDE, 2021);
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e) Estima-se que as interrupções do atendimento nos servi-
ços de saúde, por conta da pandemia, possam causar até
2,3 milhões mortes infantis no mundo, resultando em um
adicional de 35% (SAÚDE DO MINISTÉRIO DA SAÚ-
DE, 2021).

Os agentes causadores da pneumonia são diferentes poden-
do ser: bactérias, vírus ou fungos, isto faz com que a evolução clínica
da doença seja associada à virulência dos agentes etiológicos e/ou ao
estado de imunidade do hospedeiro. O tratamento varia com antibió-
ticos que buscam combater patógenos bacterianos e drogas antivirais
que atuam contra os patógenos virais (LEE et al., 2010).

2.1.1 Pneumonia Viral

Existem uma grande diversidade de vírus que afetam o trato
respiratório que podem acometer o trato respiratório baixo, causan-
do bronquiolite, bronquite e pneumonia. A pneumonia viral (PV) é
uma das complicações causadas por esses vírus, esta doença é defi-
nida pelo ocorrimento de anormalidade nas trocas gasosas a nível
alveolar que acompanha uma inflamação do parênquima pulmonar,
tais anormalidade são detectadas por exames de imagens como TC
e raio-X (FIGUEIREDO, 2009). O impacto nos pacientes varia: pa-
cientes imunocomprometidos possuem o sistema de defesa contra
infecções comprometido, sendo assim ineficientes no combate de ví-
rus, já pacientes imunocompetentes são capazes de reagir e combater
adequadamente patógenos como os causadores da pneumonia viral
(KOO et al., 2018).

Diversos são os patógenos causadores, o estudo Koo et al.
(2018) indica alguns como: Adenoviridae, Herpesviridade, Parvoviri-
dae, Paramyxoviridae, neumoviridae, Bunyaviridae, Orthomyxoviri-
dae, Coronaviridade, Picornaviridae e Antiviral Treatment. Para o
diagnóstico das infecções respiratórias os métodos de detecção mais
utilizados são: sorológicos e por detecção do ácido desoxirribonuclei-
co (DNA, do inglês deoxyribonucleic acid)(FIGUEIREDO, 2009).
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2.1.1.1 Pneumonia Induzida pela COVID-19

O progresso da COVID-19 para o estágio crítico deve ser
observado e possivelmente impedido, observa-se que o agravamento
do estado clínico do paciente ocasiona o desenvolvimento de pneu-
monia, sendo esta do tipo viral com agente etiológico SARS-CoV-2
(GONG et al., 2020). O diagnóstico da COVID-19 também é reali-
zado principalmente por métodos de detecção do DNA, o teste de
reação em cadeia da polimerase por transcrição reversa (RT-PCR,
do inglês Reverse Transcription Polymerase Chain Reaction), análi-
se de sintomatologia e exames de imagem do tórax, sendo raio-X e
TC os mais comuns (UDUGAMA et al., 2020).

A necessidade de mapear os sintomas e suas consequênci-
as é constante para melhor compreensão da doença, autores como
(STRUYF et al., 2020) apresentaram após uma revisão de 16 estu-
dos com um total de 7.706 participantes, que os principais sintomas
são febre, mialgia ou artralgia, fadiga sendo menos comum tosse,
dor de garganta, febre, mialgia ou artralgia, fadiga e cefaleia. Os
autores concluem que sinais ou sintomas não trazem precisão o su-
ficiente para excluir ou descartar a doença. Esses sintomas também
são apresentados em (ZHAO et al., 2020) onde febre e tosse são
predominantes nos pacientes. Um mapeamento detalhado dos sinto-
mas, exames médicos e padrões radiológicos da doença foi realizado
ns revisão integrativa, presente no Apêndice A

2.1.2 Diagnóstico

O diagnóstico da pneumonia possui alguns desafios devido à
dificuldade de detecção dos agentes etiológicos das infecções do trato
respiratório (MCCRACKEN JR, 2000). Os principais métodos de
diagnóstico de pneumonia são sorológicos ou por detecção de DNA,
a seguir encontra-se suas definições:

Definição 2.1.1 (Métodos Sorológicos). Os materiais coletados são
processados para o isolamento viral em cultura de células e utili-
zados na detecção de anticorpos IgM (imunoglobulina M) e/ou IgC
(imunoglobulina C) que sugerem infecções recentes do vírus causado-
res de pneumonia (FIGUEIREDO, 2009). No entanto sua praticida-
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de é bastante reduzida devido a necessidade de duas amostras para
demonstrar soro conversão dificultando o seu uso de maneira mais
ampla, porém a técnica de ELISA para identificação de IgM anti
M é muito utilizada e pode dispensar a realização de uma segunda
coleta (RODRIGUES; SILVA FILHO; BUSH, 2002).

Definição 2.1.2 (Métodos de Detecção do DNA). Este método é di-
vidido em: métodos de hibridização com sondas e métodos de am-
plificação do DNA, cuja técnica mais utilizada é a reação em cadeia
da polimerase (PCR, do inglês Polimerase Chain Reaction), sendo
a RT-PCR a mais utilizadas na última década por possuir uma ca-
pacidade de detecção 2-3 vezes maior do que os métodos de cultura
viral (MOHAN et al., 2010).

2.2 PADRÃO RADIOLÓGICO DA PNEUMONIA

O diagnóstico radiológico, baseado em imagem, leva em con-
sideração aspectos como: densidade, tamanho, número, homogenei-
dade, nitidez, definição de margens, localização, presença ou não
de calcificações ou de escavações. Doenças alveolares apresentam
características de consolidações pulmonares, que são criadas pela
substituição do ar dos alvéolos por líquido, células ou a combinação
destes dois, neste trabalho as principais característica mapeadas é
da pneumonia, que é uma doença alveolar aguda (ESCUISSATO,
2018).

Para a identificação de pneumonia os principais exames de
imagens utilizados são radiografia e tomografia do tórax, os quais
apresentam os seguintes planos: sagital, coronal ou frontal e trans-
versal ou axial. A Figura 2.1 apresenta um raio-X com projeções
axial e coronal em poster anterior (PA) onde o tórax é dividido em
um compartimento mediano (mediastino) e dois laterais: pleuras e
pulmões. O pulmão direito possui cissura oblíqua e horizontal que
divide em lobos superior, médio e inferior, já o pulmão esquerdo
há apenas a cissura oblíqua que compõe os lobos superior e inferior
(BRENTANO et al., 2014). Estas imagens buscam mostrar para os
profissionais de saúde o estado dos pulmões para que um possível
diagnóstico de pneumonia seja dado. Todavia, a literatura observa
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que existem padrões radiológicos para esta doença que variam de
acordo com o agente etiológicos. Porém muitas vezes estes padrões
se sobrepõem, em função disto uma classificação comum é a separa-
ção por mecanismo de origem, podendo ser: pneumonia adquirida na
comunidade (PAC), pneumonia nosocomial e pneumonia aspirativa.
Essas pneumonias apresentam padrões como: consolidação do espa-
ço aéreo conforme as Figura 2.2 e Figura 2.3, vidro fosco presentes
nas Figura 2.4 e Figura 2.5, padrão nodular (composto por nódulos,
reação granulomatosa e bronquiolite) e padrão reticular( com opa-
cidades lineares intralobulares) (SHARMA; MAYCHER; ESCHUN,
2007).
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Figura 2.1 – Radiografia de tórax normal em PA e axial apontando as
principais estruturas anatómicas identificáveis. AE – Átrio
Esquerdo, VE – Ventrículo Esquerdo, AD – Átrio direito,
LS – lobo superior, LM – lobo médio, LI – lobo inferior.

Fonte: (BRENTANO et al., 2014)

2.2.1 Padrões Radiológicos da Pneumonia Induzida pela COVID-
19

A pneumonia induzida pela COVID-19 possui alguns pa-
drões particulares identificados em exames de raio-X e TC do tórax,
as características demográficas de tomografias de pacientes com esta
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pneumonia varia de acordo com estágio da doença e gravidade clíni-
ca sob o indivíduo. Os autores (SHI et al., 2020) apresentaram um
estudo com 81 pacientes chineses acometidos pela doença, onde fo-
ram encontrados padrões de anormalidade, nos exames radiológicos,
de 79% bilateral, 54% periférico e 81% apresentaram anomalias mal
definidas, além disso 79% dos pacientes apresentaram opacidade de
vidro fosco. A Figura 2.4 representa um TC de uma paciente com
COVID-19 com padrão de vidro fosco. A Figura 2.5 apresenta um
raio-X de paciente diagnósticado com COVID-19, onde a seta preta
indica o padrão de vidro fosco.

Figura 2.2 – Bronquiolite obliteran-
te com pneumonia em
organização. Corte axi-
al na TC de alta re-
solução onde evidenci-
a áreas de consolida-
ção bilaterais com tí-
pica distribuição Peri-
brônquica.

Fonte: (SILVA; MÜLLER, 2005)

Figura 2.3 – Pneumonia bacteriana
no pulmão esquerdo,
na forma de consoli-
dação do espaço aére-
o (seta). Com contor-
nos mal definidos, al-
godonosos, e na distri-
buição segmentar.

Fonte: (MEIRELLES, 2021)
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Figura 2.4 – TC de secção fina
transversal do toráx
com padrão de vidro
fosco em paciente com
COVID-19.

Fonte: (SHI et al., 2020)

Figura 2.5 – Raio-X com opacida-
des em vidro fosco (se-
ta preta) em paciente
com COVID-19.

Fonte: (JACOBI et al., 2020)

Na Tabela 2.1 são apresentados alguns trabalhos onde é re-
alizado o mapeamento de padrões radiológicos da doença. Os prin-
cipais padrões são: periféricos, opacidades bilaterais de vidro fosco,
consolidações.
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Tabela 2.1 – Dados com padrões radiológicos de pacientes com pneumonia induzida pela COVID-19

Informações Autores

Han (1) Song (2) Wu (3) Li Y.(4) Zhao (5) Bai (6) Bernheim (7) Ai (8) Shi (9) Li K. (10) Guan(11)

Informações Gerais
Dado open source (S/N) N N N N N N N N N N N
Possui Sintomas (S/N) S S S S S S S N S S S

Possui Exames clínicos (S/N) S N S N N N N N S S S
Inf. sobre comorbidade (S/N) N S S N N S N N S S S

Dados Demográficos
Número de pacientes 108 51 80 51 101 219 121 1014 81 83 1099

Idade média 45 49 44 58 44 45 45 51 50 46 47
Pacientes masc 38 25 42 28 56 119 61 467 42 44 637

Países do pacientes China China China China China China China/Alemanha/Holanda China China China China

Distribuição das Lesões
Sem lesão (%) 0 0 - 4 8 - 22 12 0 - 14

Bilateral/Unilateral (%) - 86/14 - - 82/10 75/19 60/18 - 79/21 95/5 52/34
Periférico/Central (%) 90/2 86/10 53/NA 96/NA 87/1 80/1 52/0 - 54/NA - -
Multifocal/Difuso (%) - - NA/9 - 55/32 61/27 - - NA/44 - -

Envolvimento de 1 lóbulo/ 5 lóbulo (%) 35/NA 8/39 - NA/75 - - 15/27 - - - -
Lóbulo superior (dir/med)(%) - - - - - - 44/48 - 19/20 65/86 -

Lobo médio (%) - - - - - - 41 - 10 74 -
Lobos inferiores (dir/esq) (%) - - 84/79 - - - 65/63 - 27/24 94/96 -

Aparência das Lesões na TC
GGO (%) 60 77 91 35 86 91 34 46 65 98 56

Consolidação (%) 6 55 63 6 44 69 2 50 17 64 -
GGO e consolidação (%) 41 59 - 55 64 - 41 - - - -

Reticulação (%) - 22 59 - 49 35 7 1 35 - -

Sinais na TC - - - - - - - - -
Padrão de pavimentação louco (%) 40 - 29 71 - 5 5 - 10 36 -

Sinal de teia de aranha (%) - - 25 - - - - - - 25 -
Broncograma aéreo (%) 48 80 - 69 - 14 - - 47 - -

Bronquiectasia (%) - - - - 53 - 1 - 11 - -
Espessamento da parede brônquica (%) 11 29 9 12 23 -

Linha subpleural (%) - - 20 - 28 - - - 21 -
Aumento vascular (%) 80 - - 82 71 59 - - - - -

Sinal de halo (%) 64 - - 18 - 26 - - - - -
Sinal de halo invertido (%) - - - 4 - 5 2 - - - -

Nódulos (%) - - - 22 23 32 0 3 6 7

Achados extrapulmonares
Derrame pleural (%) 0 8 6 2 14 4 1 - 5 8 -

Espessamento pleural (%) 0 - - - 15 - - 32 - -
Linfadenopatia (%) 0 6 4 0 1 3 0 - 6 8 -

Derrame pericárdico (%) - 6 5 - - - - - - 5 -

Fonte: Adapatada de (GÜNEYLI et al., 2020)
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Legenda Tabela 2.1, : Referências - (1) (GUO; WANG; WANG, 2019); (2) (SONG et al., 2020); (3) (SONG et al., 2020); (4)
(LI; XIA, 2020); (5) (ZHAO et al., 2020); (6) (BAI et al., 2020); (7) (BERNHEIM et al., 2020); (8) (AI et al., 2020); (9) (SHI et al.,
2020); (10)(DAS et al., 2015); (11)(GUAN et al., 2020).

Abreviaturas - S - sim; N - não; GGO - vidro fosco ( do inglês ground glass opacities); NA - não aplicável
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2.3 APRENDIZADO DE MÁQUINA

2.3.1 Aprendizado de máquina

O aprendizado de máquina (AM) é uma subárea da inteli-
gência artificial que por meio de programação de computadores oti-
miza o desempenho de um critério, através da criação de um modelo
onde seu aprendizado utiliza um conjunto de dados e/ou experiên-
cia anterior. Podendo ser este modelo preditivo (previsão de futuro)
e/ou descritivo (para obter conhecimento dos dados) (ALPAYDIN,
2020, p. 3). As áreas de atuação do AM são diversas e divididas
com objetivo de atender problemas diferentes, alguns exemplos são:
aprendizado por associação, classificação, regressão e aprendizado
não supervisionado (ALPAYDIN, 2020, p.5-14 ). Associação e clas-
sificação são aplicações com AM, os quais serão utilizados nesta
pesquisa.

O aprendizado por associação busca o relacionamento re-
corrente de um conjunto de dados, aplicando nestes dados regras
de associação, por exemplo: um paciente que sofre de diabetes pro-
vavelmente também sofrerá de hipertensão. (ALTAF; SHAHBAZ;
GUERGACHI, 2017). O uso desta área também é uma realidade
em aplicações onde o conjunto de dados são imagens médicas, em
(RIBEIRO et al., 2009) os autores aplicaram AM e regras de as-
sociação em imagens médicas para sugerir uma segunda opinião a
radiologistas ou até mesmo um diagnóstico preliminar em imagens
médicas.

Aplicações de classificação de dados utilizando AM são com-
preendidas em 7 conceitos principais, são eles: 1) Classificação: é a
definição das classes que o conjunto de dados serão submetidos para
classificação, podendo ser uma ou mais; 2) Discriminante: por meio
de um função separa os exemplos de diferentes classes; 3) Predição:
onde baseado em experiência anterior um nova instância de dados
podem ser previstas corretamente; 4) Reconhecimento de padrão:
obtido por meio das extrações e seleções das características mais
discriminativas do conjunto de dados; 5) Extração do conhecimento:
onde a partir de dados aprende-se um regra; 6) Compreensão: é quan-
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do realizado o ajuste de uma determinada regra a uma instância de
dados; 7) Detecção de exceção: o objetivo é identificar quais dados
não se aplicam a regra aprendida (ALPAYDIN, 2020). Os autores
(KHAN; SOHAIL; KHAN, 2020), aplicaram técnicas de classificação
utilizando redes neurais convolucionais para distinção de raio-X de
pacientes com pneumonia da COVID-19.

O AM possui três principais tipos de aprendizados, são eles:
supervisionados, não supervisionados e por reforço (ALTAF; SHAH-
BAZ; GUERGACHI, 2017). O aprendizado supervisionado é utili-
zado para descrever tarefas de previsão, cujo objetivo é prever ou
classificar uma ou mais classes de interesse (JIANG; GRADUS; RO-
SELLINI, 2020). Para isto, um conjunto de variáveis de entrada são
utilizados para previsão de uma variável de resposta quantitativa ou
qualitativa, modelos supervisionados possuem tarefas que utilizam
somente dados que são rotulados. Métodos de aplicação deste tipo
de aprendizado são encontrados em máquinas de vetores de suporte
(SVMs do inglês Support Vector Machines), redes neurais, regressão
logística, árvore de decisão, naive bayes e floresta aleatória (CARU-
ANA; NICULESCU-MIZIL, 2006). Trabalhos com ação de classifica-
ções como as descritas nesta seção utilizam o método de aprendizado
por supervisão. Já quando não há rotulação dos dados (os resultados
são desconhecidos), ou seja, não há um supervisor existindo e tendo
assim somente dados de entradas, o aprendizado é classificado como
não supervisionado. Os autores (MACKEY et al., 2020), utilizando
um modelo de AM não supervisionado, desenvolveram um estudo
que por meio de dados do twitter detectaram e caracterizaram con-
versas geradas pelos usuários buscando associações com os sintomas
da COVID-19.

Por fim o aprendizado por reforço o qual é aplicado em situ-
ações que necessitam extrair qual a melhor ação a ser tomada diante
de uma circunstância. A Figura 2.6 representa um cenário básico e
típico onde para o aprendizado de reforço é utilizado um controlador
que recebe o estado do sistema controlado e uma recompensa é as-
sociada a última transição de estado, com isso calcula-se uma ação,
que é enviada de volta para o sistema, em resposta o sistema faz uma
transição para um novo estado e o ciclo é repetido (SZEPESVÁRI,
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2010, p.9).

Figura 2.6 – Cenário básico de aprendizado com reforço.

Fonte: Adaptado de (SZEPESVÁRI, 2010, p.9)

2.3.2 Rede Neurais

Uma rede neural é definida como sendo um processador ma-
ciçamente paralelamente distribuído, constituído de unidades de pro-
cessamento simples, com propensão natural para armazenar conheci-
mento e torná-lo disponível para uso, este processo são semelhantes
ao cérebro por dois motivos: o conhecimento é adquirido pela rede a-
través do processo de aprendizagem, e o processo de armazenamento
do conhecimento é feito por conexões entre os neurônios (HAYKIN,
2007, p. 27). Todo procedimento para o processo de aprendizagem é
denominado de algoritmo de aprendizagem, cuja a função é modifi-
car os pesos sinápticos da rede de forma ordenada em busca de um
objetivo (HAYKIN, 2007, p. 28), (GALLANT; GALLANT, 1993,
p.6).

Uma rede é composta por camada de entrada onde ocorre o
recebimento de dados, uma ou mais camadas ocultas e uma camada
de saída. As redes neurais profundas também são conhecidas por per-
ceptrons de múltiplas camadas, este tipo de arquitetura é aplicada
em algoritmos de retropropagação de erro (error back propagation),
esses algoritmos possuem dois passos: propagação e retropropaga-
ção (ALBUQUERQUE et al., 2008). No processo de propagação os
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pesos sinápticos da redes são fixos, já no processo de retropropa-
gação os pesos são todos ajustados de acordo com uma regra de
correção (HAYKIN, 2007, p. 184). Um perceptron de múltiplas ca-
madas é composto por uma função de ativação não linear, muitas
vezes sigmóides, camadas de neurônios ocultos e possuem uma alta
conectividade da rede (ALBUQUERQUE et al., 2008). A Figura 2.7
representa a diferença de uma estrutura de uma rede neural simples
e profunda, onde as camadas são totalmente conectadas, ou seja,
um neurônio em qualquer camada da rede está conectado a todos
os neurônios da camada anterior.

Figura 2.7 – Rede neurais simples x rede neurais profundas.

Fonte: Adaptado de (ACADEMY, 2018)

2.4 APRENDIZADO DE MÁQUINA PROFUNDO

O AMP é uma sub-área do AM, que permite aprender com
a experiência e compreender o mundo em termos de uma hierarquia
de conceitos, o qual o aprendizado de conceitos complicados são
construidos a partir de outros mais simples, essas hierarquias são
composta por muitas camadas de profundidade (GOODFELLOW
et al., 2016).

Arquiteturas profundas necessitam de grande poder compu-
tacional devido as suas sucessivas camadas e operações matemáti-
cas, normalmente algoritmos utilizando este aprendizado possuem
um tempo de treinamento longo, o seu uso foi viabilizado devido au-
mento poder de processamento dos hardwares (JANGAMREDDY,
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2019). Para o treinamento estratégias utilizando Graphics Proces-
sing Unit (GPU) são populares, denominando-se em sistemas de
aprendizagem distribuída.

2.4.1 Sistemas de Aprendizagem Distribuída

Esses sistemas são muito utilizados em aplicações de AMP,
uma vez que GPUs são mais eficientes no tratamento da multiplica-
ção matriz-matriz em comparação com multiplicações vetor-matriz.
Isto ocorre por que diferentemente da CPUs que possuem poucos
núcleos, onde cada núcleo é capaz de atender em média apenas 100s
de threads por instante, já as GPUs em seu núcleo podem executar
em média 1000s simultaneamente (JANGAMREDDY, 2019).

Umas das rotinas em AMP é a divisão do conjunto de dados
em minilotes, o objetivo disto é acelerar o processo de treinamento,
pois os dados da camada de entrada são geralmente agrupados nos
chamados minilotes, que tem como objetivo evitar o uso excessivo
de memória (HAENSCH; GOKMEN; PURI, 2018). Está técnica de
divisão de dados será discutida na metodologia, Capítulo 4.

2.4.2 Rede Neurais Convolucionais

Redes Neurais Convolucionais (CNN do inglês Convolutio-
nal Neural Network) é um dos algoritmos mais estabelecidos entre
os vários modelos do AMP, seu uso em aplicações médicas alcan-
çou um desempenho equiparado a especialistas, na radiologia sua
aplicação já é consolidada sendo aplicada em diversos estudos co-
mo: detecção de lesões, classificação, segmentação e reconstrução de
imagens (YAMASHITA et al., 2018). Sua aplicabilidade é uma re-
alidade na identificação de padrão em exames de imagens, sendo
capaz de identificar padrões como os apresentados na Tabela 2.1. A
utilização deste algoritmo não se limita somente a imagens, diversas
pesquisas demonstram sucesso na classificação de relatório em texto,
tendo precisão equivalente ou até mesmo superior, quando compa-
rado a modelos tradicionais, como o de processamento natural da
linguagem (CHEN et al., 2018), (LAI et al., 2015).

O modo de operação das CNNs é um destaque, por não ser
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necessário a preocupação com o posicionamento da imagem, pois
ela tem a habilidade de detectar a classe estabelecida independen-
temente da disposição da imagem, outro aspecto importante é a ca-
pacidade de obter recursos abstratos quando a entrada se propaga
para as camadas mais profundas. Por exemplo: numa classificação
de imagem a borda é detectada nas primeiras camadas, em seguida,
as formas mais simples e conforme o aprofundamento das camadas
é realizada a detecção de recursos de níveis superiores, como a de
um rosto. (ALBAWI; MOHAMMED; AL-ZAWI, 2017).

Todo esse processo de detecção é realizado por um conjunto
de etapas, iniciando pela entrada, que pode ser imagens, vídeos ou
textos que devem ser tratados até chegar num formato de represen-
tação matricial adequado. Uma imagem pode ser representada por
uma matriz de pixels variando os seus valores entre 0 e 255, onde
cada elemento da matriz pode ser representado por um número dife-
rente de canais, por exemplo RGB para imagens coloridas Figura 2.8.
Com isto, uma imagem colorida com representação RGB forma um
tensor de terceira ordem (3D), onde cada canal é representado por
um tensor de segunda ordem (2D) (WU, 2017).

Figura 2.8 – Representação de uma imagem em RGB.

Fonte: (KWIATKOWSKI, 2018)
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2.4.2.1 Camada convolucional

A camada convolucional é vital em uma CNN, podendo em
uma rede existir uma ou mais camadas deste tipo, o uso reduz drasti-
camente a quantidade de parâmetro de uma rede. Isto ocorre devido
ao uso de filtros espaciais lineares, conhecidos como kernel (O’SHEA;
NASH, 2015). Para exemplificar uma convolução, supõe-se um vetor
x e w, onde x é a entrada da camada convolucional e w o filtro de
característica ou kernel, a convolução desses vetores é representada
por y, gerando assim a Equação 2.1, (MASSUCATTO, 2018).

y = x ∗ w (2.1)

A convolução é capaz de reduzir a complexidade do modelo
devido a otimização realizada em sua produção, composta por 3 hi-
perparâmetros: profundidade (do inglês depth), passada (do inglês
stride) e preenchimento de zero (do inglês zero-padding). A profundi-
dade é número de canais, exemplo uma imagem com representação
RGB possui uma profundidade igual a 3. O preenchimento de zero
é responsável pela adição de pixels vazios ao redor da imagem, su-
a função é preservar o tamanho original da imagem ao aplicar um
filtro convolucional.

2.4.2.2 Camada pooling

O objetivo principal desta camada é reduzir gradualmente
a dimensionalidade da representação resultante da convolução, redu-
zindo assim ainda mais os números de parâmetros e a complexidade
computacional. Seu funcionamento é semelhante a um filtro, onde
seu tamanho e passo é determinado previamente (O’SHEA; NASH,
2015). Quando seu tamanho é estabelecido em 2x2 com um passo
de 2, há uma redução de 25% do tamanho original(O’SHEA; NASH,
2015)..

2.4.2.3 Camada totalmente conectada

Nesta camada o processo de flattening já ocorreu, ou seja,
os resultados das camadas anteriores estão em formato de um vetor
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coluna. Este vetor que representa os padrões extraídos é utilizado
como entrada desta camada, que possui arquitetura de uma rede
neural clássica.O passo é a capacidade de deslizamento do um filtro
sobre a imagem de entrada, exemplo: com passo igual a 2 o filtro
avança por dois pixels a cada passo. A Figura 2.9 representa uma
arquitetura simplificada de uma CNN onde a última camada é to-
talmente conectada.

Figura 2.9 – Representação de uma CNN com camada totalmente conec-
tada.

Fonte: (SWAPNA, 2021)



3 TRABALHOS RELACIONADOS

Para buscar trabalhos relacionados com a proposta desta
dissertação, uma revisão integrativa foi elaborada buscando extrair
as principais características dos dados utilizados para o treinamen-
to dos modelos de aprendizado de máquina profundo. Além disso,
um mapeamento dos sintomas, exames e padrões radiológicos foi
elaborado. Esta revisão está apresentada no Apêndice A.



4 MATERIAIS

Esta pesquisa propõe uma arquitetura composta por algo-
ritmos de aprendizagem profunda, denominada CovNet-UFCSPA,
onde a metodologia é exploratória e quantitativa. Este capítulo des-
creve todos os materiais utilizados para atingir os objetivos descritos
na subseção 1.0.2.

4.1 AQUISIÇÃO DOS DADOS

O processo de aquisição é dividido em duas formas. A pri-
meira foi por meio da revisão integrativa realizada e apresentada no
Apêndice A. Nesta revisão a Tabela 2 apresenta uma dados open
source, os dados de raio-X desta tabela foram utilizados nos ensaios,
principalmente nas etapas de treinamento e validação do modelo.

A segunda forma de obtenção dos dados, foi por meio do pro-
jeto “Aplicação de um algoritmo com inteligência artificial para auxí-
lio no diagnóstico de COVID-19” registrado na Plataforma Brasil pe-
lo pesquisador Alexandre Bacelar, com CAAE 35219020.1.0000.5327.
Este projeto foi enviado para o Hospital de Clínicas de Porto Ale-
gre da Universidade Federal do Rio Grande do Sul para o Comitê
de Ética em Pesquisa (CEP), onde o parecer de número 4.508.683
foi aprovado, mais informações deste parecer encontra-se no Anexo
A. Foram utilizadas 817 imagens de pacientes diagnosticados com
COVID-19 e 721 imagens de pacientes sem COVID-19 para o teste
de desempenho da arquitetura proposta.

4.2 PRÉ-PROCESSAMENTO DOS DADOS

Após a revisão integrativa realizada e disponibilizada no A-
pêndice A, foi possível observar que técnicas de pré-processamento
de imagem vem sendo utilizadas em muitos trabalhos com imagens
e AMP. Com isto, uma das primeiras iniciativas foi a elaboração de
processos para realizar este pré-processamento das imagens.
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4.2.1 Separação das imagens

As referências das imagens utilizadas neste trabalho estão
na Tabela 1 do artigo de revisão integrativa presente no Apêndice A,
além delas foram utilizadas as imagens do HCPA. Todos os ensaios
realizados neste trabalho o aprendizado é do tipo supervisionado,
ou seja, todos os dados foram rotulados. Para a rotulação dos dados
a função create_metadata presente no script do Apêndice B foi
utilizada. A Figura 4.1 representa um exemplo reduzido dos arquivos
csv gerados. Neste arquivo o filename representa o local da imagem,
label é o rótulo de cada classe, onde 0 são para classes não COVID-19
e 1 para classes COVID-19.

Figura 4.1 – Exemplos csv gerado pelo script.

Fonte:Autoria própria.

4.2.2 Recorte

Os raios-X obtidos pelo HCPA foram recortados, Figura 5.9b,
devido às imagens conter informações fora da região de interesse, o
tórax. Este procedimento de recorte foi realizado de forma manual,
pois a disposição das imagens sofrem muita variação.

4.2.3 Redimensionamento

A entrada dos modelos, criado neste trabalho, foram ajusta-
das para que todas as imagens tenham a mesma dimensão. Para isto,
a biblioteca OpenCV foi aplicada com o objetivo de redimensionar
as imagens. Informações detalhadas da biblioteca estão disponíveis
em https://docs.opencv.org/3.4/da/d6e/tutorial_
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py_geometric_transformations.html. O uso detalhado da
biblioteca encontra-se na função reshape presente no Apêndice B. A
Figura 4.2c apresenta o resultado final da função criada.

4.2.4 Equalização de contraste global

A equalização de contraste global (ECG) busca equalizar o
histograma de uma imagem com o objetivo de balancear os níveis
de cinza dela. Isto ocorre por meio da distribuição de probabilida-
de de valores de intensidade da imagem, informações detalhadas da
técnica esta disponível em https://docs.opencv.org/4.x/
d5/daf/tutorial_py_histogram_equalization.html. O
código utilizado para ECG pode ser encontrado na função equaliza-
tion presente no Apêndice B. A Figura 4.2d apresenta o resultado
desta técnica.

4.2.5 CLAHE

A aplicação de equalização de histograma adaptável limita-
da ao contraste (CLAHE do inglês Contrast Limited Adaptive His-
togram Equalization) vem produzindo bons resultados em imagens
médicas (LI; SI; JIA, 2018), (REZA, 2004) . Esta técnica é utili-
zada para a correção da intensidade das imagens. Além disto esta
técnica busca destacar pequenos detalhes, texturas e contrastes na
imagem. Para isto há uma divisão da imagem em pequenos blocos
denominados “telhas” onde os histogramas são igualados por partes,
diferentemente da equalização global. Detalhes desta técnica estão
disponíveis em https://docs.opencv.org/4.x/d5/daf/tu
torial_py_histogram_equalization.html . As imagens do
HCPA foram submetidas a este processo, por meio da função clahe
presente no Apêndice B. Na função criada o parâmetro tileGridSi-
ze representa o tamanho da “telha”, o valor utilizado foi de 4x4 e
clipLimit definido é de 2. A Figura 4.2e apresenta o resultado da
aplicação de CLAHE.
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Figura 4.2 – Pré-processamento nas imagens HCPA

(a) Imagem original de um paciente
com COVID-19 do HCPA

(b) Imagem recortada de um pacien-
te com COVID-19 do HCPA

(c) Imagem redimensionada de um
paciente com COVID-19 do HC-
PA

(d) Imagem com ECG de um pacien-
te com COVID-19 do HCPA

(e) Imagem com CLAHE de paciente
com COVID-19 do HCPA

Fonte:Autoria própria.


