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Avaliação de redes neurais convolucionais para a delimitação de metástases cerebrais em
imagens de ressonância magnética

Resumo

As metástases cerebrais múltiplas acometem cerca de 20% dos pacientes com algum tipo
de tumor e seu tratamento pode ser realizado, entre outras formas, através da radiocirur-
gia estereotáxica. O delineamento realizado por um software das metástases cerebrais para
o planejamento do tratamento pode ter grande valor na prática radioterapêutica, visto
que essa tarefa costuma demandar bastante tempo e ser de difícil identificação quando
as metástases se apresentam em formatos pequenos. Assim, é proposta a aplicação de
redes neurais artificiais em imagens de ressonância magnética (RM) para o delineamento
automático de regiões tumorais com metástases e órgãos de risco, para o preparo de um
planejamento radioterápico mais acurado e com menor risco de sobredosagem ao paciente.
Para isso, três modelos de Deep Learning que realizam a tarefa de segmentação de me-
tástases cerebrais encontrados na literatura foram utilizados em três bancos de dados de
metástases cerebrais disponíveis publicamente, os resultados obtidos por esses modelos fo-
ram comparados para determinar adequação na prática clínica. Além disso, as publicações
envolvendo esses modelos foram avaliadas através dos checklists CLAIM e CLAMP. Adi-
cionalmente foi proposto e avaliado um modelo de segmentação de metástases cerebrais
utilizando uma rede U-Net 2D com diferentes combinações de hiperparâmetros e funções
de perda. As métricas de performance incluirão o coeficiente Dice por slice (swDSC), coe-
ficiente Dice volumétrico (3D-DSC) e distância de Hausdorff (HD). Os modelos Met-Seg,
AURORA e Raidionics apresentaram valores médios de 3D-DSC iguais a 0; 44 � 0; 23,
0; 55 � 0; 29 e 0; 53 � 0; 29, e valores médios de HD iguais a 101 � 42 mm, 116 � 81 mm
e 119� 82 mm, respectivamente. Para o desenvolvimento do modelo, os hiperparâmetros
� = 9 e  = 2 com peso de balanceamento de classes igual a 0,2 da função de perda BCE
somada à Tversky e Boundary foram o que resultaram na melhor performance, com um
valor de swDSC de 0,48 para o conjunto de teste. Por fim, para a aplicação na prática
clínica, ainda é necessário o desenvolvimento de modelos com melhores performances na
segmentação de metástases cerebrais, principalmente para volumes tumorais pequenos e
em maior quantidade. Com o passar do tempo, espera-se que mais bancos de dados com
imagens de metástases cerebrais se tornem disponíveis para treinamento, o que deve me-
lhorar a performance dos modelos desenvolvidos. Além disso, uso da função de perda BCE
somada às funções de Tversky e Boundary pode diminuir a quantidade de falsos positivos
e falsos negativos do resultado final e pode ser um caminho para esse desenvolvimento.

Palavras-chave: Aprendizado Profundo. Neoplasias Encefálicas. Imageamento por Res-
sonância Magnética. Radiocirurgia.



Evaluation of Convolutional Neural Networks for metastatic brain delimitation on
magnetic resonance imaging

Abstract

Multiple brain metastases affect about 20% of patients with some type of tumor, and their
treatment can be carried out, among other methods, through stereotactic radiosurgery.
The automatic delineation of brain metastases for treatment planning, can be highly va-
luable in radiotherapy practice, as this task often demands considerable time and can be
challenging when the metastases are small in size. So, the application of artificial neural
networks on magnetic resonance imaging (MRI) for the automatic delineation of tumo-
ral regions with metastases and organs at risk is proposed, aiming for a more accurate
radiotherapy planning with lower risk of ionizing radiation overexposure to the patient.
To accomplish this task, three Deep Learning models that perform brain metastasis seg-
mentation, found in the literature, were used on three publicly available brain metastasis
databases. The results obtained by these models were compared to determine their suitabi-
lity for clinical practice. Additionally, publications involving these models were evaluated
using the CLAIM and CLAMP checklists. Furthermore, a brain metastasis segmentation
model was proposed and evaluated using a 2D U-Net network with different combinations
of hyperparameters and loss functions. The performance metrics included the slice-wise
Dice coefficient (swDSC), volumetric Dice coefficient (3D-DSC), and Hausdorff distance
(HD). The Met-Seg, AURORA, and Raidionics models showed mean 3D-DSC values of
0:44�0:23, 0:55�0:29, and 0:53�0:29, and mean HD values of 101�42 mm, 116�81 mm,
and 119 � 82 mm, respectively. For the development of the model, the hyperparameters
� = 9 and  = 2 with a class balance weight of 0.1 for the BCE loss function combined
with Tversky and Boundary, resulted in the best performance, with a swDSC value of
0.48 for the test set. All in all, for clinical application, the development of models with
better performance in brain metastasis segmentation is still needed, particularly for small
and numerous tumor volumes. Over time, it is expected that more databases with brain
metastasis images will become available for training, which should improve the perfor-
mance of the developed models. Additionally, the use of the BCE loss function combined
with Tversky and Boundary functions may reduce the number of false positives and false
negatives in the final result, potentially paving the way for this development.

Keywords: Deep Learning. Brain Neoplasms. Magnetic Resonance Imaging. Radiosur-
gery.
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1 Introdução

As metástases cerebrais múltiplas são os tumores intracranianos malignos mais

comuns que acometem adultos, com uma incidência de 20% entre todos os pacientes com

câncer (CHO et al., 2020; LIN; DEANGELIS, 2015; ACHROL et al., 2019). Esse tipo de

neoplasia é decorrente de outros tumores em outras localidades do corpo, uma vez que

as células tumorais podem ser conduzidas via corrente sanguínea e sistema linfático para

o sistema nervoso central, permitindo que tais células adentrem a barreira hematoence-

fálica, dando início à metástase (ACHROL et al., 2019; AMSBAUGH; KIM, 2023). Um

estudo realizado em 2005, (SHAW et al., 2005) informa que o tempo de sobrevivência

de pacientes diagnosticados com esse tipo de câncer era, em média, de 4 a 6 meses após

tratamento radioterápico. Em menos de duas décadas, os avanços nas formas de diagnós-

tico e tratamento elevaram esse tempo para até 2 anos, dependendo do tipo de tumor,

como mostra o estudo feito por (ACHROL et al., 2019) que também indica que fatores

prognósticos como sexo, idade e histórico patológico in�uenciam diretamente no tempo

de sobrevida.

O tratamento das metástases cerebrais pode ser realizado através da ressecção

cirúrgica, quando o número de metástases é pequeno e estão localizadas em regiões de

fácil acesso, a radioterapia de cérebro inteiro (WBRT, do inglêsWhole Brain Radiation

Therapy), quando o status de bem-estar do paciente avaliado pelo médico responsável, for

baixo ou se a quantidade de metástases for muito alta. Alternativamente, a radiocirurgia

estereotáxica (SRS, do inglêsStereotactic Radiosurgery) é recomendada quando o número

de metástases estiver entre 1 e 4, podendo chegar a 10 em alguns casos, quando o status

de bem-estar do paciente for normal (AMSBAUGH; KIM, 2023). Outras modalidades

de terapia como a quimioterapia ou a imunoterapia possuem e�cácias limitadas, devido à

di�culdade de agentes anticancerígenos em penetrar a barreira hematoencefálica, e podem

ser utilizadas em conjunto com a radioterapia a depender do contexto do paciente e da

origem do tumor primário (TOZUKA et al., 2024; LI et al., 2024).

A recorrência metastática após a ressecção cirúrgica é relativamente alta, podendo

chegar a 43% em um período de 12 meses, o que pode ser melhor controlado aplicando-se

as técnicas de radioterapia (RT) após a ressecção. No entanto, a aplicação dessas técnicas

podem afetar negativamente algumas funções neurocognitivas (AMSBAUGH; KIM, 2023).

A SRS é uma técnica de radioterapia que se provou com menor potencial de danos

após o tratamento (TSAO et al., 2012), podendo ser bené�ca para o controle tumoral e

para manter a função cognitiva dos neurônios, além de ser uma das técnicas mais utili-

zadas para tratamentos de neoplasias cranianas múltiplas, juntamente com craniotomia,

quimioterapia ou WBRT. O processo da SRS começa na aquisição de imagens médicas,
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que formarão um molde 3D no sistema de planejamento (TPS, do inglêsTreatment Plan-

ning System), onde serão elaborados as melhores condições da entrega de uma alta dose

de radiação aos volumes alvo, geralmente realizada em uma única entrega, e tendo em

consideração as estruturas circunvizinhas às regiões irradiadas (BIBAULT et al., 2021).

De acordo com aInternational Commission on Radiation Units and Measurements

(ICRU) (ICRU, 2015), em um planejamento radioterápico, busca-se realizar o delinea-

mento de uma região tumoral nas imagens em Ressonância Magnética (RM), Tomogra�a

Computadorizada (TC) ou na fusão de ambas. Em algumas situações é interessante uti-

lizar os dois tipos de modalidades de imagens que são complementares uma à outra, pois

a RM possui uma capacidade maior de diferenciar tecido nervoso de estrutura cerebral,

porém está sujeita a um maior número de artefatos e distorções espaciais, enquanto que a

TC possui uma excelente resolução espacial e mede diretamente as densidades eletrônicas

para os cálculos de dose do planejamento radioterápico, porém possui baixo contraste nas

regiões de tecidos moles (HU et al., 2019).

Dentro do planejamento radioterápico, a região tumoral a ser delineada para tra-

tamento é composta por quatro volumes de características distintas: oGross Tumour

Volume (GTV), o Clinical Target Volume (CTV), o Internal Target Volume (ITV) e o

Planning Target Volume (PTV), sendo essa ordem indo do menor volume para o maior,

ou seja, cada volume maior engloba o volume menor. O GTV é o volume do tumor iden-

ti�cado, o CTV é o volume que engloba o tumor e considera patologias subclínicas em

torno do GTV, o ITV leva em consideração a variação da posição espacial do CTV pela

movimentação do paciente, por exemplo pela respiração ou diferença no posicionamento,

adicionando uma margem interna (IM, do inglêsInternal Margin ) ao CTV, e o PTV é

o volume do planejamento considerando a margem deSetup (SM, do inglêsSetup Mar-

gin) adicionada ao ITV, e que correspondente às variações dadas pelo equipamento ou

geometrias utilizadas (MACKIE; GREGOIRE, 2011), sendo esse o volume de tratamento.

As de�nições para as margens IM e SM são padronizadas dependendo do tipo

de órgão, do tipo de modalidade de imagem e do tipo da neoplasia a ser tratada, essas

margens são usualmente de�nidas com valores entre 1 milímetro a 1,5 centímetro, sendo

a SM levemente maior do que a IM (LEE, 2013). Além desses volumes de tratamentos,

outras regiões de interesse para o tratamento (ROIs, do inglêsRegions of Interest) são

propostas, como os órgãos de risco (OARs, do inglêsOrgans at Risk), que são delineados

de modo a quanti�car a absorção de dose de radiação por OARs saudáveis e responsáveis

por funções vitais, tendo em vista que suas atividades �siológicas podem sofrer alteração

após o tratamento.

O delineamento dessas regiões, na maioria dos casos, é realizado manualmente e

demanda um trabalho extensivo e sujeito a variações entre radiologistas. Esse delinea-

mento é geralmente feito em imagens de TC utilizando osoftware do TPS e consiste no
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contorno manual utilizado uma ferramenta de lápis ou pincel, sendo realizadoslice por

slice da imagem. Há a opção de interpolação entreslicesnão consecutivos para o preenchi-

mento automático dosslices intermediários, para evitar que o pro�ssional precise realizar

o delineamento em todos osslices da imagem. Esse é um trabalho que demanda tempo e

pode ser facilitado com o uso de ferramentas de IA para o delineamento automático. Além

disso, a diferenciação de metástases cerebrais de outras patologias é uma tarefa complexa,

já que os achados radiológicos entre elas são parecidos. Na Figura 1, estão alguns exemplos

de 5 outras patologias que também demonstraram hipersinal em forma de anel ao redor

da lesão, em uma sequência ponderada em T1 após aplicação de contraste de Gadolínio.

Com isso em vista, técnicas de Inteligência Arti�cial (IA) podem auxiliar no delineamento

como uma ferramenta de apoio à tomada de decisão do especialista.

Figura 1 � Imagens de RM ponderadas em T1 com contraste em hipersinal anelar para
casos de (A) toxoplasmose, (B) neurocisticercose, (C) glioblastoma, (D) escle-
rose múltipla tumefativa, (E) linfoma e (F) metástase de tumor pulmonar.

Fonte: Adaptado de (POPE, 2018)

O Deep Learning(DL) ou Aprendizado Profundo, é uma subárea doMachine Le-

arning (ML) ou Aprendizado de Máquina, que utiliza camadas sucessivas de operações

matemáticas cujos valores são atualizados conforme é realizado o treinamento do modelo.

As Redes Neurais Convolucionais (CNNs, do inglêsConvolutional Neural Networks) são

um dos diversos tipos de redes de aprendizado profundo, que utilizam operações de convo-

luções em sub-regiões de uma imagem, extraindo características de imagens (CHOLLET,

2017). Esse tipo de tecnologia pode ser uma alternativa para realizar o delineamento das

metástases cerebrais, pois permite que o delineamento seja feito mais rapidamente, além

de oferecer uma segunda checagem para identi�car o volume a ser delineado.

Algumas pesquisas envolvendo a aplicação deDeep Learningpara a segmentação

de estruturas cerebrais podem ser utilizadas no delineamento do planejamento radioterá-

pico. Apesar dos trabalhos demonstrarem resultados promissores, é preciso uma avaliação

mais aprofundada sobre o potencial de utilização destes modelos na prática. Com ên-

fase na aplicação de segmentação de metástases cerebrais, por exemplo, alguns estudos

apontam para a di�culdade em se detectar metástases pequenas (GRØVIK et al., 2020;

BIBAULT et al., 2021; CHARRON et al., 2018) quando o modelo também é treinado

para metástases maiores, o que pode di�cultar a de�nição de um modelo mais geral. No

entanto, o tamanho mínimo a partir do qual uma metástase é considerada pequena não
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é um consenso entre os autores, tampouco a unidade de medida utilizada para essa ava-

liação, como por exemplo o tamanho de 1,5 cm3 por Liu et al. (2017), 2 mLs por Bouget

et al. (2023), 5 mm por Parket al. (2021), 7 mm para Grøviket al. (2020), diâmetro

de 8 mm por Charronet al. (2018), 10 mm por Yanget al. (2023) ou 1,16 mLs para

Buchner et al. (2023). Além dessas divergências, não são todos os autores que informam

se o tamanho se trata de um raio, um diâmetro ou outra distância. Alguns treinos reali-

zados apenas com metástases menores melhoram a e�ciência de detecção, como é o caso

do estudo de Bousabarahet al. (2020) que treinou o modelo apenas com metástases de

tamanhos menores do que 0,4 mLs e apresentou uma sensibilidade de detecção de 97%

para metástases maiores do que 0,06 mL, enquanto que o modelo de Grøviket al. (2020)

teve uma sensibilidade de 50% para metástases menores do que 7 mm. No entanto, esses

modelos precisam passar por re�namentos e seus resultados não são satisfatórios quando

comparados aos resultados obtidos para metástases maiores. Além disso, esses modelos

podem apresentar resultados promissores para um banco de dados em especí�co, e ter

uma performance pior para outros bancos de dados.

Sendo assim, o questionamento que guia este trabalho é como a utilização de

Deep Learningpode auxiliar no delineamento automático de metástases cerebrais? Para

responder a essa pergunta, foi feita uma análise crítica de modelos da literatura em di-

ferentes bancos de dados e, adicionalmente, foi desenvolvido um modelo de redes neurais

para a mesma tarefa. Dessa forma, espera-se que com os resultados obtidos neste estudo,

os tratamentos de metástases cerebrais utilizando radioterapia tenham uma ferramenta

embasada emDeep Learning para auxiliar as equipes médicas durante o planejamento

radioterápico, com ênfase na etapa de identi�cação e segmentação das regiões metastá-

ticas, principalmente aquelas menores e de difícil identi�cação devido ao tamanho, uma

vez que em muitos casos o processo de delineamento é demorado, podendo ser acelerado

com a utilização deMachine Learning.
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2 Objetivos

2.1 Objetivo Geral

Avaliar modelos de aprendizado profundo para automatizar o delineamento de

metástases cerebrais múltiplas com imagens de ressonância magnética.

2.2 Objetivos Especí�cos

I Avaliar diferentes bancos de dados públicos contendo imagens de RM para pacientes

diagnosticados com metástases cerebrais.

II Levantamento e seleção de modelos de aprendizado profundo disponíveis na litera-

tura para o delineamento de metástases cerebrais em imagens de RM.

III Avaliação da qualidade dos modelos selecionados através de indicadores convencio-

nais do ramo deDeep Learningutilizando diferentes bancos de dados.

IV Avaliação do potencial de aplicação dos modelos selecionados considerando aspectos

relevantes para a prática clínica.

V Avaliação dos modelos selecionados frente os critérios estabelecidos noChecklist for

Arti�cial Intelligence in Medical Imaging (CLAIM) e no Checklist for AI in Medical

Physics (CLAMP).

VI Proposição de um modelo de aprendizado profundo para o delineamento de metás-

tases cerebrais.

VII Avaliar concordância da segmentação de metástases cerebrais obtidas com redes

neurais em relação aos delineamentos realizados por pro�ssionais da área da saúde.
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3 Referencial Teórico

Neste capítulo, serão apresentados alguns tópicos centrais do trabalho, começando

por uma breve explicação sobre o que são as metástases cerebrais e quais são as técnicas

de tratamento, como são realizados os delineamentos nas imagens em RM, uma breve in-

trodução aoDeep Learningcom ênfase nos características trabalhadas nesse estudo, nas

métricas de avaliação utilizadas e uma descrição das funções perdas estudadas no desen-

volvimento do modelo. Essas funções perda fazem parte de um modelo deDeep Learning

e o motivo para não apresentar as funções perda dentro da seção deDeep Learning, foi que

alguns conceitos centrais para seu entendimento serão introduzidos na seção das métricas

de avaliação de performance e, por essa razão, foi colocada após a seção das métricas de

avaliação de performance. Ao �nal do capítulo, serão apresentados brevemente oschec-

klists CLAMP e CLAIM que compõem as recomendações para publicação de trabalhos

relacionados à Física Médica com uso de Inteligência Arti�cial.

3.1 Metástases Cerebrais e técnicas de tratamento

As metástases cerebrais são o tipo de tumor intracraniano mais comum (ACHROL

et al., 2019; AMSBAUGH; KIM, 2023; CHO et al., 2020; LIN; DEANGELIS, 2015), com

ocorrência na faixa de 10% a 26% de todos os óbitos por câncer (AMSBAUGH; KIM,

2023). As células metastásticas mais recorrentes são provenientes de câncer de pulmão,

mama e melanoma, mas também podem ser transportadas de tumores na próstata, cabeça

e pescoço (AMSBAUGH; KIM, 2023).

Esse transporte de uma célula metastática ocorre nos sistemas sanguíneo ou linfá-

tico, através da quebra da barreira hematoencefálica, levando à proliferação dessas células

que podem causar invasão de regiões cerebrais, deslocamento de estruturas cerebrais, in-

�amações e edemas. Os locais de acúmulo no cérebro dependem do subtipo histológico da

célula, e também se há alto �uxo sanguíneo na região (AMSBAUGH; KIM, 2023).

Em casos de suspeita de ocorrência de metástase, o histórico do paciente é impor-

tante, e sintomas como dores de cabeça, visão embaçada e náusea podem ser indícios da

presença metastática. Além disso, testes físicos devem ser realizados de modo a se ava-

liar a força, sensações, coordenação, re�exos, função cerebral, propriocepção, função dos

nervos cranianos, fala, pensamento, visão e memória. Outras informações que podem ser

relevantes são a idade, status de bem-estar e da carga do câncer sistêmico (AMSBAUGH;

KIM, 2023). Outros tipos de exames que podem ser realizados incluem a contagem de

hemácias, o painel metabólico e análise da função do fígado (AMSBAUGH; KIM, 2023),

cujas informações podem ser utilizadas como radiômica para complementar a análise feita



Capítulo 3. Referencial Teórico 7

pelas imagens (BIBAULT et al., 2021).

Após estadiamento do câncer metastático do paciente e veri�cada a necessidade de

submissão à radioterapia, são obtidas imagens médicas em TC e é de�nida a modalidade

da radioterapia para o planejamento radioterápico. As técnicas da radioterapia utilizadas

para o tratamento de metástases cerebrais podem variar de acordo com o número, volume

e localização das metástases, o status de bem-estar do paciente, a idade, presença de

doença extracraniana e doença leptomeníngea, localização do tumor primário, local da

resseção e a preferência do paciente (ARORA et al., 2023). Uma das diferentes técnicas

de radioterapia utilizas para o tratamento de metástases cerebrais é a radioterapia cerebral

total (WBRT, do inglês Whole Brain Radiation Therapy), que é uma modalidade utilizada

no tratamento de metástases cerebrais que irradia todo o cérebro com doses totais de 20

a 30 Gy, distribuídas sessões que podem ir até 10 (DESAI; RICH, 2020; ARORA et

al., 2023). Outra forma é através da radioterapia com intensidade modulada (IMRT, do

inglês, Intensity Modulated Radiation Therapy), que é uma modalidade de radioterapia

que envolve o uso de feixes de fótons provenientes de aceleradores lineares em diferentes

intensidades e formatos, de modo a entregar a dose na região desejada que geralmente

�ca localizada na intersecção das trajetórias dos feixes. Já a Arcoterapia Volumétrica

Modulada (VMAT, do inglês Volumetric Modulated Arc Therapy) ou RapidArc, é um tipo

de tratamento que entrega a dose em feixes volumétricos em arco, através da rotação do

acelerador linear ao redor da região a ser tratada sendo mais rápida e apresentafallo� de

dose parecidos com a radiocirurgia (BALLANGRUD et al., 2018). Por �m, a radiocirurgia

estereotáxica (SRS, do inglêsStereotactic Radiosurgery)é uma técnica de radioterapia

que envolve a aplicação única e bem localizada de uma alta dose de radiação ionizante

na região tumoral a ser tratada, dois dos aparelhos mais comuns são oGamma Knife

(GK) e o Cyber Knife (CK), sendo o primeira baseado em radiações gama oriundas de

fontes de Cobalto-60 e o segundo em raios-X de um acelerador linear acoplado a um braço

mecânico.

Para o caso da radiocirurgia, a precisão de localização da região a ser tratada

é importe para o tratamento mais acurado, sendo possível fazer uso da combinação das

imagem em RM e tomogra�a por emissão de pósitrons (PET, do inglêsPositron Emission

Tomography) para se obter uma melhor resolução espacial e acurácia na determinação das

regiões para o tratamento, já que a imagem da RM é utilizada para se obter informações

anatômicas enquanto que a imagem do PET é utilizada para se obter informações meta-

bólicas, permitindo a diferenciação de uma recorrência tumoral de uma necrose (MORI

et al., 2006) ou de alguma alteração após um primeiro tratamento (CASTELLANO et

al., 2021). Além disso, a partir da imagem de RM não é possível saber se o acúmulo de

contraste foi dado pelo aumento da permeabilidade da barreira hematoencefálica ou se

há um tumor na região. Por esse motivo, técnicas mais recentes em RM podem ser mais

e�cazes na detecção tumoral, como a espectroscopia por RM, RM com difusão e RM
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com perfusão cerebral, bem como a utilização em conjunto com as imagens de PET para

possibilitar a diminuição da região a ser delineada no planejamento radioterápico (CAS-

TELLANO et al., 2021). Essas técnicas, no entanto, carregam informações prévias do

estado do paciente, que podem estar alteradas no dia do tratamento. Visando contornar

essa limitação da precisão da localização em tempo real, o uso de aparelhos de tomogra�a

computadorizada de feixe cônico (CBCT, do inglêsCone Beam Computed Tomography)

podem auxiliar a guiar o posicionamento do paciente no momento da aplicação do feixe

de tratamento.

3.2 Delineamento de metástases cerebrais em imagens de RM

A identi�cação de metástases cerebrais é geralmente realizada através de imagens

de RM com aplicação de contraste de gadolínio, que permite determinar o número de

metástases e as regiões anatômicas em que se encontram, além de determinar o grau do

edema relacionado ao tumor (AMSBAUGH; KIM, 2023). No entanto, para a RT, é viável

utilizar uma imagem de TC devido à maior precisão espacial do tumor, uma vez que a

imagem da RM está sujeita à artefatos e distorções de reconstrução (HU et al., 2019),

sendo também importante para a dosimetria por ser possível determinar os coe�cientes

de atenuação dos diferentes tecidos através dos os valores para os números de Houns�eld

obtidos com a imagem de TC (JAYAMANI et al., 2019). Atualmente, nos sistemas de

planejamento, o delineamento é realizado utilizando-se ferramentas de desenho, como o

lápis ou o pincel, como ilustrado na Figura 2 e, como o planejamento radioterápico se

faz através do uso de altas doses que podem gerar toxicidades, é necessário que esse

delineamento seja o mais preciso possível. Por isso, o uso da combinação entre TC e RM

têm se mostrado bastante e�caz (DEMIRAL et al., 2019).

Figura 2 � Exemplo do uso da ferramenta de desenho à mão livre do TPS Eclipse da
Varian.

Fonte: Adaptado de (VARIAN, 2014) e (VARIAN, 2022)
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As imagens são usualmente armazenadas em formatoDigital Imaging and Com-

munications in Medicine (DICOM), que é o formato padrão para o intercâmbio de dados

biomédicos (BIDGOOD JR et al., 1997), e conta com o armazenamento de informações

não apenas referentes à imagem, mas também dados do paciente e do equipamento utili-

zado para realizar o exame. Existem diversas bibliotecas em linguagemPython especí�cas

para realizar a leitura e manuseio de dados no formato DICOM, como a Pydicom (MA-

SON, 2011) ou a recente Imagedata (ANDERSEN, 2022). Na próxima seção, encontra-se

um panorama geral sobre as imagens em RM para a identi�cação de metástases cerebrais.

As imagens médicas obtidas em Ressonância Magnética podem ser adquiridas em

três ponderações, obtidas pela combinação de diferentes tempos de eco e de repetição

do pulso de radiofrequência do aparelho, que são as ponderações T1, T2 e densidade de

prótons (MAZZOLA, 2015). Além disso, podem ser utilizadas diferentes Sequências de

Pulso (SP), que podem variar de acordo com a fabricante do aparelho de RM. Cada tipo

de modalidade possui parâmetros de aquisição distintos e trazem informações estruturais

complementares sobre a região imageada, como é o caso da sequência em ponderação T2

denominada FLAIR, do inglêsFluid Attenuated Inversion Recovery, que atenua o sinal

do líquido cefalorraquidiano, aumenta o contraste entre a substância branca e cinzenta

(BANGERTER et al., 2006) e permite determinar regiões com lesões com mais precisão,

apesar de também ser mais suscetível à artefatos de imagem (OKUDA et al., 1999).

A ponderação T1 pode ser realizada em SP Spin Eco ou Gradiente Eco (GRE),

sendo que essa segunda permite a aplicação de contraste formado por elementos para-

magnéticos, como o Gadolínio, e possibilita a veri�cação de diferenças entre as imagens

obtidas antes e após a aplicação do contraste, que normalmente se acumulam em re-

giões com edema, rompimento da barreira hematoencefálica ou necrose (KINOSHITA et

al., 2005; MEHRABIAN et al., 2019). Entre as sequências de pulso em ponderação T1,

destacam-se a Cube, com e sem contraste, e a BRAVO, do inglêsBrain Volume, para as

imagens utilizadas nessa pesquisa. Por outro lado, o hipersinal na SP em T2 FLAIR per-

mite identi�car as regiões com edema vasogênico próximas aos tumores (MEHRABIAN

et al., 2019), que está correlacionado tanto com o tamanho dos tumores quanto com o

local do tumor primário. Esse edema ocorre preferencialmente na região da substância

branca, por ter uma distribuição radial de �bras nervosas, e como depende do tamanho

da metástase, o hipersinal não deve ser usado como regra para identi�cação, principal-

mente para o caso de metástases pequenas (SCHNEIDER et al., 2017). Um exemplo das

diferenças entre as sequências pode ser visto na Figura 3, onde também é possível fazer a

comparação com imagens em TC. Nota-se a importância do contraste para a identi�cação

de hipersinal em anel ao redor das massas tumorais, e o hipersinal na sequência FLAIR

indicativo de edema vasogênico.

As imagens de RM com contraste são recomendadas para identi�cação de metás-
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Figura 3 � Diferentes modos de aquisição de imagem de metástases cerebrais. TC - tomo-
gra�a computadorizada. T1, FLAIR e T2* - sequências de pulso para imagens
de ressonância magnética.

Fonte: Adaptado de (FINK; FINK, 2013)

tases cerebrais, e provaram-se superior às imagens obtidas em TC com contraste ou RM

sem contraste. No entanto, é preciso cuidado ao se administrar doses de contraste maiores

do que as recomendadas, pois apesar de melhorar o diagnóstico de pequenas metástases, o

número de falsos positivos também aumenta, além do risco de desenvolvimento de �brose

nefrogênica sistêmica (ZAKARIA et al., 2014).

Entre as sequências de pulso mais utilizadas, destacam-se aSpoiled Gradient Echo

(SPGR) e a FLAIR para diferenciar anormalidades menores do que 3 milímetros (ZA-

KARIA et al., 2014). Já a ressonância de difusão (DWI, do inglêsDi�usion-Weighted

Imaging com o mapa de coe�ciente de difusão aparente (ADC, do inglêsApparent Di�u-

sion Coe�cient ), permite diferenciar tumores de abscessos, esses que restringem a difusão

de água. Um outro fator que deve ser levado em consideração é que depois que o tipo de

tratamento é determinado pela equipe médica, novas imagens podem ser adquiridas para

uma melhor resolução espacial.

A Figura 4 apresenta hipersinal em T1 com contraste em forma de anel em torno

do tumor, o que pode indicar metástase, glioma de alto grau ou abscesso. O hipossinal

(mais escuro) em DWI pode ser um indício de edema vasogênico, que em teoria é mais

difusivo ao redor de metástases do que de gliomas de alto grau, que possuem mais células

em torno do tumor (ZAKARIA et al., 2014). Quando a restrição da difusão se apresenta

em hipersinal em DWI e hipossinal no mapa ADC, pode ser um indício de coexistência

de metástase e abscesso ou necrose com edema intracelular (YOUSEF et al., 2014).

O sinal encontrado para metástases não possui um padrão bem de�nido (ZAKA-

RIA et al., 2014; YOUSEF et al., 2014) e varia de acordo com o local do tumor primário.

Um exemplo é a metástase de melanoma, cuja melanina possui propriedades paramagné-

ticas e aparece em hipersinal em T1 sem contraste e hipossinal em T2 FLAIR. De modo

geral, tem-se que o sinal é isointenso ou hipointenso em T1, e hiperintenso em T2, com

alterações em casos de hemorragia e para casos de metástases provindas de melanomas.

Ademais, o contraste é tipicamente hiperintenso, podendo ter um formato uniformemente

distribuído na região tumoral, também podendo ser pontual ou ao redor do tumor, em
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Figura 4 � Imagens de RM ponderadas em (A) T1 com contraste de gadolínio, (B) DWI
sem contraste e (C) mapa ADC sem contraste em caso de metástase cerebral
única de tumor primário de mama em paciente mulher de 44 anos.

Fonte: (YOUSEF et al., 2014)

forma de anel (FINK; FINK, 2013).

Um estudo piloto realizado por Yoonet al. (2018) para a comparação de diferentes

sequências de pulso na detecção de metástases cerebrais indicou que o uso da sequência

T1 CUBE, que tem como base a sequênciafast spin echo3D com ângulos de inversão

de refocagem modulados, um esquema de imagens paralelas no espaço híbrido com au-

tocalibração e um esquema de ordenação de visualização otimizado para a gradeky � kz

(STANLEY et al., 2009), sendo essa a modalidade que apresenta maior sensibilidade (au-

mento de 5%) e reduzidos falsos positivos e falsos negativos quando comparada com a

sequência BRAVO, em um estudo com dois neurorradiologistas com mais de 10 anos de

experiência (YOON et al., 2018).

3.3 Deep Learning

Deep Learning(DL) é um ramo deMachine Learningque se utiliza de redes neurais

com camadas profundas para a determinação de regras aplicadas a um conjunto de dados

através do fornecimento dos dados de entrada, ouinputs, e as respostas que a rede deve

alcançar.

Em um modelo deDeep Learning, alguns objetos são fundamentais para a sua

construção, como as camadas, os dados de entrada ouinputs, a função perda, também

chamada de função de custo ,loss functionou simplesmenteloss, e o otimizador. A relação

entre esses objetos pode ser visto na Figura 5, e uma explicação mais detalhada sobre as

funções perda serão apresentadas na seção após as métricas de avaliação.

A utilidade do DL aplicado na RT é diversa, tendo funções como o aprimoramento

da reconstrução da imagem, remoção de ruídos, segmentação automática de estruturas,

adequação às recomendações de delineamento, dosimetria, previsão de resposta ao tra-

tamento, previsão de toxicidades, entre outros (BIBAULT et al., 2021). No âmbito da

segmentação automática, utiliza-se a tecnologia de Visão Computacional através das re-
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Figura 5 � Relação entre os objetos que compõem um modelo de DL.
Fonte: (CHOLLET, 2017)

des de aprendizado profundo, que podem ser de três tipos: as redes convolucionais, as redes

Deep Belief e as máquinas de Boltzmann profundas (VOULODIMOS et al., 2018). Nesse

estudo, serão aplicadas redes neurais convolucionais, e um detalhamento maior sobre essas

redes está descrito na subseção a seguir.

3.3.1 Redes Neurais Convolucionais

As Redes Neurais Convolucionais (CNNs), do inglêsConvolutional Neural Networks,

foram inspiradas pela estrutura do sistema visual biológico, que processa oinput em um

padrão de grade de modo a adquirir características espaciais sobre as bordas, texturas.

contraste da imagem, entre outras características (YAMASHITA et al., 2018). Uma CNN

é constituída por três tipos de camadas principais: a camada convolucional, a camada de

pooling e a camadafully connected, conforme ilustrado na Figura 6.

Figura 6 � Representação esquemática dos blocos de uma rede neural convolucional
Fonte: (SARVAMANGALA; KULKARNI, 2022)
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A camada de convolução irá extrair algumas características da imagem e formar o

que se chama de mapa de características, enquanto que a camada depooling irá reduzir a

dimensão espacial da imagem, em um processo que pode ocasionar perda de informação

mas que também previne o chamadoover�tting , que é quando a rede treinada se ajusta

perfeitamente aos dados de treino mas sem grandes aplicações para dados que estejam

fora dele. Esses mapas de características com redução de dimensionalidade passam por

diversas camadas de convolução epooling, a depender da arquitetura selecionada, cuja

complexidade de características aumenta a cada camada, até chegar à última camada

fully connectedque agrega todos os valores obtidos das camadas anteriores em um tensor

unidimensional, e é responsável em trazer o resultado �nal da rede (VOULODIMOS et

al., 2018; YAMASHITA et al., 2018).

A �ns de elucidação, e tendo como base os artigos de (VOULODIMOS et al.,

2018; YAMASHITA et al., 2018) e o livro de (CHOLLET, 2017), alguns termos especí�cos

utilizados no contexto das redes neurais convolucionais e que serão mencionados ao longo

deste trabalho estão descritos a seguir:

ˆ Input : O dado que entra na rede neural, nesse estudo é a sequência de valores da

intensidade depixels que compõe uma imagem.

ˆ Output : O dado que sai da rede neural, nesse estudo é a máscara de segmentação,

constituída de pixels com valores 0 e 1. Opixel de valor 0 representa a região

sem presença de metástase, e opixel com valor 1 representa a região identi�cada

como região tumoral. O valor dessespixels pode ser multiplicado por 255 para a

representação visual que se diferencia entre preto e branco.

ˆ Parâmetro : A variável que está sendo ajustada durante o processo de treinamento

da rede neural.

ˆ Hiperparâmetro : A variável que o usuário ajusta e que é de�nida antes do treino

ser iniciado e que não se alteram durante o treino, a variação desses valores acarreta

resultados distintos para treinos distintos. Os hiperparâmetros in�uenciam direta-

mente na qualidade do modelo e consiste no ajuste de valores como o tamanho do

kernel, o número dekernels, o tamanho dopadding, o tamanho dostride, a proba-

bilidade de Dropout, os otimizadores utilizados, alearning rate (LR), o batch size

(BS), o número de épocas do treinamento, a utilização decallbackscomo model

checkpoint, early stoppinge decay, que, respectivamente, salva o melhor modelo,

interrompe o treino caso não haja variações nos resultados e altera dinamicamente

os valores de alguns hiperparâmetros para evitar que os pesos do modelo convirjam

em mínimos locais, entre outros hiperparâmetros que podem ser de�nidos antes do

treino.
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ˆ Kernel : É um conjunto de parâmetros variáveis da operação de convolução.

ˆ Pesos: Um dos parâmetros que se alteram no treino, dentro do Kernel há diversos

pesos e para cada neurônio há um número distinto de pesos associados a cada

elemento doinput.

ˆ Feature Maps : Ou mapa de características, é o conjunto de valores adquiridos em

uma imagem após a aplicação da convolução. São responsáveis por extrair caracterís-

ticas locais da imagem, como bordas, linhas, contrastes, entre outras características.

ˆ Weight Sharing : Uma das características das CNNs é que os pesos dos kernels são

compartilhados para todas as posições da imagem, permitindo extrair características

de forma mais generalizada.

ˆ Época : É um ciclo do treino, quando todo o conjunto de dados passa ao menos

uma vez pelas camadas da rede para a atualização dos valores dos pesos.

ˆ Batch size : Uma época é dividida em treinos nos subconjuntos de imagens, e o

batch size(BS) determina quantosinputs serão treinados ao mesmo tempo. O valor

do BS pode ir de 1 até o número de amostras totais e, quanto menor seu tamanho,

mais passos a rede irá precisa concluir para �nalizar uma época.

ˆ Patch : É um recorte da imagem original, geralmente utilizado para diminuir o

tamanho da imagem treinada, diminuindo a quantidade de poder computacional

necessária para o treino, mantendo a resolução da imagem original.

ˆ Learning rate : A learning rate (LR) é um hiperparâmetro que representa a taxa de

aprendizagem da rede, isto é, o valor da atualização da variação dos pesos presentes

noskernels.

ˆ Over�tting : Representa a condição em que o modelo treinado apresente resultados

otimizados para a validação com o conjunto de dados utilizado no treino, porém não

apresenta bons resultados quando aplicado em dados externos ao treino.

ˆ Padding : É um hiperparâmetro que representa o preenchimento que as redes neu-

rais utilizam para que não haja perda da dimensionalidade doinput, uma vez que a

grade de convolução possui dimensões não unitárias, é preciso preencher as bordas

da imagem original para que a nova imagem possua a mesma dimensão.

ˆ Stride : É um hiperparâmetro que determina a distância, empixels ou voxels, que

o kernel percorre em cada passo de uma operação de convolução, geralmente seu

valor utilizado é unitário.
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ˆ Dropout : É uma técnica de regularização que desativa alguns dos neurônios da rede

de modo a não criar dependências de uma característica com algum neurônio em

especí�co, e permite a atualização mais regular de todos os pesos da rede.

ˆ Pooling : São importantes para adicionar uma invariância translacional em rela-

ção à pequenas mudanças espaciais entre diferentes amostras, bem como algumas

distorções. É uma camada que diminui a dimensionalidade espacial dos mapas de

características, e resulta também na diminuição do número de parâmetros de treino.

ˆ Função perda : Também chamada deloss function, é a função que será utilizada

durante o treino para avaliar a e�ciência do modelo, quanto menor a função perda,

mais o modelo possui previsões que se aproximam do resultado desejado. Para o

caso de segmentação, é utilizada a função perda do coe�ciente Dice.

ˆ Função de ativação da última camada : Essa função é aplicada nooutput da

última camada de modo a padronizar o resultado obtido, geralmente é empregada

a funçãoRecti�ed Linear Units (ReLU) para a tarefa de classi�cação, mas também

pode ser a função sigmoide ou tangente hiperbólica.

ˆ Otimizadores : São algoritmos que permitem a minimização da função perda du-

rante o treino, um dos otimizadores mais utilizados é o Adam (KINGMA; BA, 2014),

que tem como base o gradiente de descida estocástica e calcula derivadas de pri-

meira ordem da função perda, outros otimizadores como o Adagrad (DUCHI et al.,

2011) e o RMSProp, que é um otimizador não publicado que foi apresentado em

uma aula1 do professor Geo� Hinton da Universidade de Toronto (RUDER, 2016).

ˆ Data Augmentation : É um processo de aumento de dados utilizado para treinar

o modelo com mais variações de uma imagens, aumentando o tamanho de amostras

e permitindo que o modelo �que mais robusto em relação às variações. Geralmente

são aplicadas transformações na imagem que envolvem rotação, inversão, ajuste de

brilho, recortes, entre outras.

3.3.2 Transfer Learning

O treino de uma rede neural pode demandar muita capacidade computacional e

levar de dias a semanas para �nalizar. Por isso, uma das estratégias de treino de redes

neurais envolve o uso de parâmetros obtidos com um treino prévio, feito no mesmo ou

em outro banco de dados, que são reutilizados para uma tarefa semelhante. Geralmente,

esses modelos pré-treinados utilizaram bancos de dados maiores e tiveram um maior uso de

recursos computacionais, como é o caso dos modelos treinados no ImageNet. Para a tarefa

de segmentação de imagens médicas, um estudo feito para investigar as representações
1 https://www.cs.toronto.edu/ �tijmen/csc321/slides/lecture_slides_lec6.pdf
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aprendidas com oTransfer Learning, concluiu que o ganho nas métricas de coe�ciente

Dice e distância de Hausdor� foram positivos (KARIMI et al., 2021). Nesse estudo, os

autores concluíram que otransfer learning pode ser utilizado para um novo conjunto de

dados apenas no caso de ambos os bancos de dados tiverem a tarefa em comum, caso

contrário a transferência do aprendizado não será estatisticamente signi�cativa (KARIMI

et al., 2021). Além disso, para aplicar otransfer learning, é necessário que o modelo possua

uma arquitetura idêntica ao que foi treinado previamente, para que os parâmetros sejam

transferidos neurônio a neurônio, o que impede sua aplicação em modelos com arquiteturas

distintas.

3.3.3 Redes de segmentação

A arquitetura da rede neural pode ser alterada e, entre as CNNs utilizadas para

realizar a segmentação de estruturas anatômicas, algumas possuem melhor performance

para a detecção de metástases cerebrais. Alguns exemplos de diferentes arquiteturas utili-

zadas em estudos similares a este são a U-Net (RONNEBERGER et al., 2015), a SegNet

(BADRINARAYANAN et al., 2017), a DeepMedic (KAMNITSAS et al., 2017) a Goo-

gLeNet (GRØVIK et al., 2020) e a HRNetV2 (SUN et al., 2019).

A seguir, encontram-se listadas as principais CNNs estado da arte com uma breve

descrição sobre cada uma delas.

3.3.3.1 U-Net

Em 2015, foi apresentado um modelo de rede neural por (RONNEBERGER et

al., 2015), que consiste em uma CNN com blocos residuais, e é bastante utilizada na

segmentação de imagens médicas para diagnóstico (HU et al., 2019; RUDIE et al., 2021).

Essa arquitetura de rede não necessita de grandes conjuntos de dados para realizar um

treino com resultados aceitáveis, e utiliza a técnica dedata augmentationem poucos dados

anotados e com camadas deupsamplingpara compensar as camadas depooling realizadas

na primeira etapa do processo de treinamento. Essa arquitetura foi a vencedora do desa�o

do International Symposium on Biomedical Imaging(ISBI) em 2012 para a segmentação

de estruturas neurais em microscopia eletrônica e, desde então, tem sido amplamente

utilizada para a função de segmentação na área médica. A U-Net pode ser encontrada em

arquiteturas tanto para a convolução 2D quanto para a convolução 3D, e uma hibridização

de ambas as arquiteturas também pode ser utilizada, como foi feita por (JALALIFAR et

al., 2020) na tarefa de segmentação de metástases cerebrais.

3.3.3.2 SegNet

A arquitetura SegNet (BADRINARAYANAN et al., 2017) tem como base uma

rede na formaencoder-decoder, formada por redesVisual Geometry Group(VGG) e VGG
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inversa, que diminui a dimensão doinput para extração de características e depois au-

menta a resolução em um processo deupsampling, essa arquitetura consiste em camadas

convolucionais seguidas de camadas deBatch Normalisation com ativação ReLU. Como

os índices dos mapas de características são salvos nas camadas deMaxPooling da parte

decoderda rede, há um menor uso de poder computacional quando comparado com ou-

tras arquiteturas de rede, podendo ser um atrativo do uso dessa arquitetura. A aplicação

proposta por (BADRINARAYANAN et al., 2017) foi feita para imagens de ambientes

externos e internos para a segmentação de objetos, e não há registros de utilização para

a segmentação de imagens médicas.

3.3.3.3 DeepMedic

Criada em 2017, a arquitetura de rede DeepMedic (KAMNITSAS et al., 2017)

realiza convoluções 3D em dois caminhos de resoluções distintas da imagem doinput, uma

com alta resolução outra com baixa resolução, comkernels de tamanhos distintos para

cada um dos caminhos e os agregando ao �nal, de modo a encontrar características globais

e locais das lesões cerebrais. Essa rede é otimizada para identi�cação de lesões cerebrais

do conjunto de dados do desa�o doBrain Tumor Segmentation (BraTS) e demonstrou

e�ciência nos estudos publicados por (HU et al., 2019; LIU et al., 2017; CHARRON et

al., 2018; PENNIG et al., 2021; JÜNGER et al., 2021) para a segmentação de metástases

cerebrais. No entanto, pode trazer resultados superestimados quando utilizado em testes

desse mesmodataset (CHARRON et al., 2018).

3.3.3.4 GoogLeNet

A GoogLeNet é uma rede neural de 2014 que possui uma característica de conca-

tenar operações de convolução comkernels de diferentes tamanhos antes de passar para

uma próxima camada, também chamados de módulosInception, e foi utilizada no estudo

por (GRØVIK et al., 2020), alcançando resultados promissores na tarefa de segmentação

de metástases cerebrais.

3.3.3.5 HRNetV2

HighResolution Net V2 é uma versão melhorada da HighResolution Net (SUN

et al., 2019) que trabalha com imagens 2D de alta resolução, dividindo em sub-redes

paralelas cominputs resoluções menores e agregando as informações de todos as sub-redes

em paralelo. Essa arquitetura mostrou resultados promissores na publicação realizada por

(OTTESEN et al., 2023) para a segmentação de metástases cerebrais, que é um dos

modelos avaliados neste trabalho.
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3.4 Métricas de Avaliação de performance

As métricas de avaliação de performance indicam como o modelo desempenha na

função para a qual foi proposta, e podem variar de acordo com o tipo de rede neural

utilizada e sua �nalidade. Antes de tudo, é necessário realizar uma análise de risco para

responder à seguinte pergunta: Qual é o risco associado aos erros gerados pelo resultado

modelo na tarefa de segmentação de metástases cerebrais?

Para responder essa pergunta, tomamos um posicionamento conservador, em que

o fato de não encontrar uma metástase cerebral é mais danoso do que classi�car tecido

sadio como sendo metástase cerebral, pois,a priori , o exame de imagem é realizado para

auxiliar o tratamento das metástases.

Para esse estudo, as métricas utilizadas estão listadas nas subseções a seguir, e

uma breve explicação sobre as abreviaturas estão listadas a seguir:

ˆ TP: Número de pixels ou voxels classi�cados como verdadeiros positivos, isto é,

onde o modelo apontou ser metástase e acertou.

ˆ TN: Número depixels ou voxels classi�cados como verdadeiros negativos, isto é,

onde o modelo apontou ser tecido saudável e acertou.

ˆ FP: Número depixels ou voxelsclassi�cados como falsos positivos, isto é, onde o

modelo apontou ser metástase e errou, pois se trata de metástase.

ˆ FN: Número depixels ou voxelsclassi�cados como falsos negativos, isto é, onde o

modelo apontou ser tecido saudável e errou, pois se trata de tecido saudável.

3.4.1 Precisão

A precisão (PPV, do inglêsPredicted Positive Value) é dada a partir da Equação

(1):

PPV =
TP

TP + FP
(1)

Nota-se que essa métrica depende de qual etiqueta está sendo utilizada como po-

sitiva ou negativa. No nosso caso, o positivo indica a presença de metástase na região

analisada.

3.4.2 Sensibilidade ouRecall

A sensibilidade ouRecall (TPR, do inglês True Positive Rate) é dada a partir da

Equação (2):
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TPR =
TP

TP + FN
(2)

Essa métrica irá dizer o quando o modelo acerta em relação a todos os casos em

que ocorrem metástases.

3.4.3 Acurácia

A acurácia é uma métrica que mede o total de acertos em relação ao total de

previsões, ela é medida através da Equação (3):

Acuracia =
TP + TN

TP + TN + FP + FN
(3)

3.4.4 Área sob a curva ROC (AuROCC)

A área sob a curva ROC (AuROCC, do inglêsArea under Receiver Operating

Characteristics Curve) é uma métrica que indica o quanto o modelo acerta em suas

predições tanto para as características positivas quanto para os negativas. Quanto mais

próxima a área sob a curva estiver do valor unitário, maior é a con�abilidade do modelo

em acertar seus predições.

3.4.5 F1-Score

A F1-Score é uma métrica que relaciona a precisão e a sensibilidade através de

uma média harmônica entre elas, e pode ser utilizada em conjunto com a acurácia para

avaliar a qualidade do modelo, é descrita pela Equação (4):

F 1 = 2 �
(PPV � TPR)
PPV + TPR

(4)

Em que PPV é a precisão e TPR a sensibilidade.

3.4.6 Coe�ciente Dice (DSC)

O coe�ciente de similaridade Dice é utilizado para a comparação de duas amostras

e é mensurado conforme indica a Equação (5).

DSC =
2jX \ Y j
jX j + jY j

(5)

Em que X e Y são os dois elementos a serem comparados, que no caso desse

estudo são as máscaras de segmentação obtidas pela predição da rede e as máscaras de

segmentação feita por radiologistas. Os valores para essa métrica podem ir de 0 até 1, em
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que 0 indica nenhuma semelhança e 1 indica maior semelhança. O valor desse coe�ciente

é determinado através da contagem depixels que possuem o mesmo valor atribuído tanto

na predição quanto no resultado esperado.

3.4.7 Intersecção sobre a união (IoU)

A intersecção sobre a união (IoU, do inglêsInterseciton over Union), também

conhecida como índice de Jaccard ou índice de Tanimoto, é uma métrica utilizada para

veri�car quanto uma amostra é condizente com o valor esperado, e é calculada através da

Equação (6):

IoU =
jX \ Y j
jX [ Y j

(6)

Em que X e Y são os dois elementos a serem comparados, que no caso desse

estudo são as máscaras de segmentação obtidas pela predição da rede e as máscaras de

segmentação feita por radiologistas.

3.4.8 Distância de Hausdor� (HD)

A distância de Hausdor� (HD, do inglêsHausdor� Distance é uma métrica de ava-

liação para encontrar a similaridade do formato dos contornos de duas máscaras (HUT-

TENLOCHER et al., 1993), que é de�nida através da Equação 7, apresentada a seguir:

H (A; B ) = max[h(A; B ); h(B; A )] (7)

Em que, a distância de Hausdor� direta de A para B é dada pela Equação 8 que

pega um ponto a do conjunto A que esteja mais distante de todos os pontos do conjunto B

e mede a distância desse ponto a até o ponto b do conjunto B mas próximo, utilizando-se

uma métrica de distância, como a norma Euclidianaka � bk (HUTTENLOCHER et al.,

1993).

h(A; B ) = max min
a2 A b2 B

ka � bk (8)

Um exemplo de como a HD é calculada para as máscaras de segmentação em

relação à anotaçãoground truth está apresentado na Figura 7.

No entanto, para a aplicação desse estudo, não é possível calcular a distância

total de Hausdor� entre as máscaras considerando-se todos osvoxels, porque clusters

não correspondentes, isto é, conjuntos devoxels que são encontrados na predição mas

que não possuem um conjunto devoxels correspondente na máscara de segmentação
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Figura 7 � Exemplo do cálculo da distância de Hausdor� entre a máscara de segmentação
de referência (Ground Truth) e a segmentação feita pelo modelo, ou predição.
Os números na imagem ao centro indicam a posição empixels.

Fonte: Elaborado pelo autor (2024).

(falsos positivos) e vice-versa (falsos negativos), resultam em distâncias de Hausdor� altas

quando há múltiplos volumes tumorais em um mesmo exame, mesmo em situações em

que a segmentação é exatamente a predição para um determinado conjunto devoxels, ou

cluster.

Além disso, não se pode calcular a média de todas as distâncias de Hausdor�, pois

esse resultado é dependente da quantidade de volumes tumorais e traz pouca informa-

ção sobre a performance geral do modelo. Além disso, erros grotescos não teriam tanta

in�uência em casos de muitos volumes tumorais, o que pode ocasionar problemas graves

para a aplicação clínica.

3.5 Funções de Perda

As funções de perda, comumente chamadas deloss functionsou simplesmenteloss,

são funções matemáticas que permitem a medição da diferença entre o resultado que se

obteve e o resultado esperado, e são extremamente importantes para realizar a tarefa

desejada (CHOLLET, 2017). É através dos valores deloss encontrados ao �nal do treino

de uma época do modelo que se obtém ofeedbackse aquela época melhorou ou não a

e�ciência do modelo em realizar a tarefa para o qual foi treinado.

Em modelos de segmentação, algumas funções perda podem ser bastante úteis,

enquanto outras funções perda não irão realizar a tarefa desejada. Entre os tipos de
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funções perda utilizadas nas tarefas de segmentação por redes neurais convolucionais,

podemos considerar que existem quatro categorias principais (SUGINO et al., 2021), que

estão embasadas em:

ˆ Distribuição - mede a dissimilaridade com base na entropia cruzada, como por exem-

plo a Cross-Entropy Loss.

ˆ Região (volume ou área) - quanti�ca a incompatibilidade das intersecções das re-

giões, como por exemplo aDice Loss.

ˆ Bordas - Leva em consideração à distância entre as bordas da predição e o esperado,

como por exemplo aBoundary Loss, ou as formadas pelas distâncias Euclidiana ou

de Hausdor�.

ˆ Composições - Podem ser feitas composições entre essas três categorias supracitadas.

Além disso, ao comparar os resultados da segmentação de quatro tipos de estru-

turas cerebrais, o estudo de (SUGINO et al., 2021) avalia o uso de doze combinações de

funções perda comweightinge classi�ca as melhores combinações das funções perdaCross

Entropy Loss com Distance Transform Map-based weighting(DTM) e a Dice Loss com

Focal Weighting para a tarefa de segmentação binária.

Os modelos treinados nesse estudo usaram funções perda individuais e compostas,

e um detalhamento sobre cada função perda bem como suas justi�cativas para uso estão

apresentadas nas subseções a seguir.

3.5.1 Cross-Entropy Loss

A função perda de entropia cruzadaCross-Entropy Loss, também chamada de

perda logarítmica oulog loss, é uma equação que realiza a otimização de regras de apren-

dizado através da minimização das suas variâncias para a predição de eventos raros (BOER

et al., 2005) e pode ser de�nida para o uso emDeep Learningatravés da Equação 9:

CE(y; p̂) =

8
<

:
� log(p̂); sey = 1

� log(1 � p̂); sey = 0
(9)

Em que y representa a classe real dopixel, nesse caso binário, êp representa a

predição da rede. Essa equação pode ser escrita na forma de função de perda, dada pela

Equação 10:

L CE (y; p̂) = � ylog(p̂) � (1 � y)log(1 � p̂) (10)
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3.5.2 Balanced Cross-Entropy Loss

A equaçãoBalanced Cross-Entropy Lossé uma variação daCross-Entropy Loss

com a adição de um parâmetro� , que realiza o balanceamento de classes e é obtido através

da razão entre a quantidade de classe em relação ao conjunto inteiro.

BCE (y; p̂) =

8
<

:
� � log(p̂); sey = 1

� � log(1 � p̂); sey = 0
(11)

Que pode ser escrita na forma da Equação 12:

L BCE (y; p̂) = � �y log(p̂) � � (1 � y)log(1 � p̂) (12)

3.5.3 DiceLoss

O coe�ciente Sørensen�Dice, também chamado de Dice, índice de similaridade

Dice ou DSC, do inglêsDice Similarity Coe�cient , ou mesmoF1-Score, é um índice que

mede a similaridade entre duas amostras com base na razão entre a intersecção das duas

amostras e a soma dessas duas amostras, que é dada pela Equação 13:

DSC =
2jX \ Y j
jX j + jY j

=
2jX \ Y j

jX \ Y j + jX [ Y j
(13)

Em redes neurais, durante o treino em uma época, o coe�ciente Dice pode ser

utilizado como função perda para a atualização dos parâmetros de treino da rede. Para

aplicações Booleanas, a função perda DiceLoss (L Dice) pode ser dada em termos de

verdadeiros positivos (tp, do inglês true positive), falsos negativos (fn, do inglês false

negative) e falsos positivos (fp, do inglêsfalse positive) pela Equação 14:

L Dice(tp; fp; fn ) =
(1 + � 2) � tp

(1 + � 2) � tp + � 2 � fn + fp
(14)

Em que o fator � é um parâmetro de peso para a sensibilidade em relação à pre-

cisão, pois a depender do caso uma das métricas pode ser mais relevante do que a outra,

geralmente tem seu valor padrão como sendo� = 1. No entanto, apenas a função perda

com base no coe�ciente Dice não é su�ciente para realizar a tarefa de segmentação, e o

uso combinado dessa função com a BCE é uma das soluções para melhorar o resultado

da segmentação (SUGINO et al., 2021). Além disso, o fato de haver um grande desba-

lanceamento de classes entre ospixels que são partes de metástases e ospixels que fazem

parte do backgroundfaz com que a rede neural ignore ospixels classi�cados como metás-

tases durante o treino, o que pode ser resolvido com a variação da função Dice, como a

Generalized Dice Loss.
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3.5.4 Generalized Dice Loss

Uma estratégia de ponderação ou pesagem, para mitigar o efeito do desbalancea-

mento das classi�cações dospixels para segmentação é o uso da função perdaGeneralized

Dice Loss(GDL), que leva em consideração um fator peso que é inversamente proporcio-

nal ao quadrado da frequência (SUGINO et al., 2021) e é dado pela Equação 15 (SUDRE

et al., 2017):

L GenDice = 1 � 2
P 2

l=1 wl
P

n yln � p̂ln
P 2

l=1 wl
P

n yln + p̂ln
(15)

Em quewl =
�

1P N
n =1 yln

� 2
é o fator peso inversamente proporcional com o tamanho

da região, e diminui a correlação entre o DSC e a área. Em um treino realizado com

imagens do BRATS para a segmentação de tumores cerebrais, a GDL foi comparada com

as funções perdaWeighted Cross-Entropy Loss, Dice Loss e Sensitivity-Speci�city Loss,

resultando em um maior valor para a métrica DSC para cinco de nove con�gurações

de treino com a rede U-Net, e em quatro de nove con�gurações de treino com a rede

TwoPathCNN. Nessas duas arquiteturas os resultados para a DSC encontrado com a

GDL foram sempre maiores do que nas outras duas arquiteturas estudadas, a DeepMedic

e HighResNet (SUDRE et al., 2017).

3.5.5 Binary Focal Loss

Um problema enfrentado por redes que fazem detecção de objetos e que está relaci-

onado às redes de segmentação é o fato de haver um grande desbalanceamento de classes,

já que ospixels que não fazem parte das metástases são considerados comobackground

e são predominantes. Esse desbalanceamento pode ser contornado utilizando algumas es-

tratégias como ahard negative mining, que adiciona exemplos negativos no treino para

diminuir a quantidade de falsos positivos, ou pelo uso da função perdaFocal Loss (LIN

et al., 2020), que é de�nida pela Equação 16.

L Focal(y; p̂) = � �y (1 � p̂)
 log(p̂) � � (1 � y)p̂
 log(1 � p̂) (16)

Em quey é olabel da classe binária 0 ou 1,̂p é a probabilidade da estimativa estar

correta, 
 é o parâmetro focal que especi�ca o quanto as predições corretas pesam para a

contribuição da estimativa daloss, geralmente de�nido como igual a 2 quando usado em

combinação com aCross Entropy Lossou igual a 2 quando usado em combinação com a

Dice Loss, e � é o hiperparâmetro que equilibra a relação entre precisão e sensibilidade,

que por default é igual a 1 e indica que não há preferência para uma entre essas duas

(LIN et al., 2020). Essa equação uma variação da função perdaBalanced Cross Entropy

(BCE ), que é dada pela Equação 11, com a adição do parâmetro focalp̂
 e (1 � p̂)
 , que
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coloca ênfase empixels cuja classe é de difícil classi�cação durante o treino, tendo como

base o valor dêp (SUGINO et al., 2021).

3.5.6 Boundary Loss

Uma função perda que leva em consideração a borda da segmentação é denomi-

nada boundary losse foi proposta por Kervadecet al (2021) na tarefa de segmentação de

hiperintensidades da substância branca em imagens de ressonância magnética cerebrais

ponderadas em T1 e FLAIR (KERVADEC et al., 2021). Assim como para o caso de metás-

tases cerebrais, essas regiões hiperintensas podem se apresentar em pequenos tamanhos e

a funçãoboundary lossmostrou-se mais e�ciente na tarefa de segmentação dessas regiões

quando comparada àGeneralized Dice Loss, e é de�nida pela Equação 17:

L boundary =
1
N

NX

n

p̂n � (dborda (fp ) � dborda (tp)) (17)

Em queN é o número total depixels, p̂n é a predição da rede edborda é a distância

do pixel até a borda da segmentação. Note que esse valor é minimizado com os acertos da

região interna à borda, dados pelos verdadeiros positivos (tp), e maximizado com os erros

da rede fora da região da segmentação, determinados pelos falsos positivos (fp ). Assim,

como durante a otimização a função perda será minimizada, essa funçãoboundary loss

mostra-se útil para a tarefa de segmentação.

3.5.7 Tversky Loss

A função perda de Tversky (TL, do inglês TverskyLoss) consiste numa equação

que mede a similaridade de dois conjuntos, e pode ser usada no lugar da função perda Dice

em casos de grande desbalanceamento de dados, para que a rede neural possa ponderar a

in�uência dos falsos negativos e falsos positivos durante o treino do modelo (SALEHI et

al., 2017). Essa função, de�nida por Salehiet al. (2017), é dada pela Equação 18.

TL(�;  ) =
P N

i =1 p0i g0iP N
i =1 p0i g0i + �

P N
i =1 p0i g1i +  

P N
i =1 p1i g0i

(18)

Em que o somatório é feito para todos osvoxels i das imagens,p0i representa a

probabilidade dovoxel i ser da classe 0 ep1i a probabilidade de ser da classe 1, enquanto

que os termosg0i eg1i representam as probabilidadesGround Truth de serem essas mesmas

classes, que assumem valores de 0 (0%) ou 1 (100%). Os hiperparâmetros� e  são os

pesos para ponderar os falsos positivos e falsos negativos.

Para o treino do modelo, foi utilizada uma adaptação dessa equação, que não leva

em conta as probabilidades dosvoxelsserem uma determinada classe antes de passar pelo
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threshold que de�ne sua classe. Além disso, assim como para a função perda Dice, foi

adicionado o fator � para ponderar a sensibilidade em relação à precisão, apresentado

inicialmente na Equação 14. Essa adaptação em termos de verdadeiros positivos, falsos

positivos e falsos negativos é dada pela Equação 19.

TL(tp; fp; fn ) =
(1 + � 2) � tp

(1 + � 2) � tp + � 2 � � � fn +  � fp
(19)

Nota-se que para o caso em que� e  são ambos iguais a 1, a função perda de

Tversky se torna idêntica à função perda Dice e, para� igual a 1 e� e  iguais a 2, a

equação da função se torna análoga à Equação 6 da métrica IoU (SALEHI et al., 2017).

Salehiet al. apontam para uma melhoria no resultado da segmentação de lesões cerebrais

ao aumentar o valor do hiperparâmetro� , associado aos falsos negativos.

3.6 Recomendações para publicação de trabalhos relacionados

à Física Médica com uso de Inteligência Arti�cial

De modo a tornar a pesquisa envolvendo a IA na área da Física Médica mais

replicável e que outros pesquisadores possam ter maiores informações sobre o rigor, a

qualidade e a generabilidade de métodos e modelos desenvolvidos em pesquisas, algumas

diretrizes foram de�nidas e também se encontram em desenvolvimento. De acordo com a

Agência Internacional de Energia Atómica (IAEA, do inglêsInternational Atomic Energy

Agency), existem 10 diretrizes publicadas para as aplicações de IA em estudos clínicos

(IAEA, 2023). Neste trabalho, duas diretrizes que estão associadas à avaliação de ima-

gens médicas e física médica foram escolhidas e serão utilizadas para avaliação: CLAMP

(NAQA et al., 2021) e CLAIM (MONGAN et al., 2020). Assim, foi veri�cado se os itens

descritos pelos autores estavam presentes ou não nas seções especi�cadas das publicações

envolvendo os modelos avaliados e, em caso de estarem parcialmente apresentados, fo-

ram marcados como não adequados. Ao �nal, espera-se que publicações estejam com pelo

menos dois terços de adequação aoschecklistspara terem sua qualidade avaliada como

adequada.

3.6.1 CLAMP

A American Association of Physicists in Medicine possui uma lista de diretrizes que

são consideradas essenciais para publicação de artigos na temática de Inteligência Arti�cial

na Medicina. OChecklist for AI in Medical Physics(CLAMP) apresentado por (NAQA et

al., 2021) consiste em 26 itens que foram levados em consideração, com informações sobre

as imagens adquiridas, o método do treino, a apresentação dos resultados, a metodologia

empregada e materiais utilizados para garantir uma maior qualidade dos dados e maior
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relevância dos resultados obtidos. Essechecklist separa os itens por seção da publicação,

que estão descritos na lista a seguir.

1. Resumo

ˆ 1) Proposta, novidade e signi�cância.

ˆ 2) Tamanho do dataset e como ele foi particionado para o treino.

ˆ 3) Resultados com análise estatística.

2. Introdução

ˆ 4) Proposta e justi�cativa.

ˆ 5) Contribuição para a física médica.

ˆ 6) Estágio da pesquisa.

3. Materiais

ˆ 7) Característica do conjunto de dados, incluindo tamanho e local de obtenção.

ˆ 8) Descrição dos aparelhos utilizados na obtenção dos dados e informações

sobre o pré-processamento de dados.

ˆ 9) Modalidade de aquisição das imagens, protocolos e parâmetros em detalhes.

ˆ 10) Dados da população utilizados, representatividade e prevalência da doença.

ˆ 11) Tipo de fantomas utilizados e métodos para gerar dados sobre os fantomas,

quando aplicável.

ˆ 12) Composição de adequação dos dados para o uso em ML.

ˆ 13) Descrição daGround Truth e como essas informações foram anotadas, bem

como os níveis de subjetividade e incerteza.

ˆ 14) Partição dos dados em treino, validação e teste. Assim como formas de

mitigar os vieses e justi�cativa do tamanho da amostra.

ˆ 15) Validação �nal utilizando um datasetpúblico, ou tornando público odataset

utilizado.

4. Métodos

ˆ 16) Metologia replicável, com informações sobre arquiteturas utilizadas, hiper-

parâmetros,inputs e suas dimensionalidades, técnicas de pré-processamento e

tipo de output.

ˆ 17) Informações sobre o treino e otimização, como a função perda utilizada,

técnicas de regularização, maneiras de reduzirover�tting .
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ˆ 18) Disponibilidade pública do código utilizado no treino.

ˆ 19) Métodos de avaliação de performance e pós-processamento dooutput.

ˆ 20) Métodos para estimar a incerteza, bem como seus intervalos de con�ança

de 95%.

ˆ 21) Análises de subgrupos para alguns subgrupos relevantes, como sexo, idade,

tamanho da metástase, etc.

ˆ 22) Signi�cância dos resultados obtidos comparados com a hipótese nula ou

com alguma métrica de referência.

ˆ 23) Resultados demonstrativos do treino, validação e teste.

5. Discussão

ˆ 24) Conclusões suportadas pelos resultados.

ˆ 25) Limitações do estudo.

ˆ 26) Inovação, signi�cância e contribuições para a física médica.

3.6.2 CLAIM

Além do CLAMP, um estudo publicado na revistaRadiology por (MONGAN et

al., 2020) indica outros itens que também devem estar presentes em estudos envolvendo

o uso de IA em aplicações nas imagens médicas. OChecklist for Arti�cial Intelligence in

Medical Imaging (CLAIM) é constituído de recomendações que visam promover transpa-

rência e reprodutibilidade no contexto de pesquisas na área de IA com aplicação médica.

Esse conjunto de recomendações foi processado através método Delphi para consenso en-

volvendo um grupo de 78 especialistas em imagens médicas, cientistas de IA, editores

de jornais cientí�cos e estatísticos. O CLAIM passou por atualização para se tornar mais

adequado de acordo com os avanços na área da inteligência arti�cial (TEJANI et al., 2024)

e atualmente conta com 44 itens que também estão divididos por seção da publicação,

descritos na lista a seguir:

1. Título ou Resumo

ˆ 1) Identi�cação da categoria de IA utilizada, como por exemplo oDeep Lear-

ning.

2. Resumo

ˆ 2) Resumo estruturado com desenho do estudo, métodos, resultados e conclu-

são.

3. Introdução
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ˆ 3) Contexto cientí�co e clínico da aplicação, a função do algoritmo e como é a

prática atual.

ˆ 4) Objetivos do estudo e hipóteses.

4. Métodos

a) Desenho de pesquisa:

ˆ 5) Prospectivo ou retrospectivo.

ˆ 6) Objetivo do estudo.

b) Dados:

ˆ 7) Fonte dos dados.

ˆ 8) Critérios de elegibilidade dos participantes.

ˆ 9) Etapas de pré-processamento.

ˆ 10) Escolha dos subconjuntos de dados.

ˆ 11) Métodos de desidenti�cação.

ˆ 12) Formas de contornar os dados faltantes.

ˆ 13) Protocolo de aquisição de imagem.

c) Referência Padrão:

ˆ 14) De�nição do método para encontrar a referência padrão, com detalhes

para permitir replicação.

ˆ 15) Motivos para utilizar o padrão de referência em caso de existirem

alternativas.

ˆ 16) Fonte das anotações da referência padrão, as quali�cações e prepara-

ções dos anotadores.

ˆ 17) Ferramentas utilizadas na anotação dos dados.

ˆ 18) Medidas de variabilidade e discrepância entre os anotadores e métodos

para mitigar essa variabilidade.

d) Partições dos dados:

ˆ 19) Como os dados foram particionados e suas proporções.

ˆ 20) Nível em que os dados estão desagrupados, por exemplo por instituição,

pacientes, etc.

ˆ 21) Tamanho amostral pretendido.

e) Modelo:

ˆ 22) Descrição completa do modelo,inputs, outputs, camadas imtermediá-

rias e conexões.

ˆ 23) Bibliotecas,frameworkse pacotes utilizados nosoftware.
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ˆ 24) Parâmetros de inicialização do modelo, como randomização outransfer

learning.

f) Treino:

ˆ 25) Detalhes do treino, comodata augmentation, hiperparâmetros e nú-

mero de modelos treinados.

ˆ 26) Método de seleção do modelo �nal.

ˆ 27) Ténicas deensemble, quando utilizadas.

g) Avaliação:

ˆ 28) Métricas de performance do modelo.

ˆ 29) Medidas estatísticas e incertezas associadas.

ˆ 30) Análise de robustez ou sensibilidade.

ˆ 31) Métodos de explicabilidade ou interpretabilidade dos resultados e como

é feita a validação.

ˆ 32) Avaliação em dados internos.

ˆ 33) Avaliação em dados externos.

ˆ 34) Registro de ensaio clínico, se aplicável.

5. Resultados

a) Dados:

ˆ 35) Fluxo de participantes ou de casos, com �uxogramas representando os

critérios de seleção.

ˆ 36) Características clínicas e demográ�cas dos participantes em cada par-

tição.

b) Performance do modelo:

ˆ 37) Métricas da melhor performance para cada partição estudada.

ˆ 38) Estimativa da acurácia e precisão do modelo e seus intervalos de con-

�ança.

ˆ 39) Análise de falha para os falsos positivos (FP) e falsos negativos (FN).

6. Discussão

ˆ 40) Limitações do estudo, incluindo vieses, incertezas estatísticas e generaliza-

ção.

ˆ 41) Implicações práticas e função na clínica.

7. Outras informações:

ˆ 42) Referência ao protocolo do estudo ou outros detalhes técnicos.
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ˆ 43) Disponibilidade do software, modelo treinado ou dataset.

ˆ 44) Fontes de �nanciamento e suporte, bem como o papel das fontes na pes-

quisa.

Para essechecklist, cada um dos itens possui uma subseção com descrições mais

detalhadas, que pode ser encontrada nas publicações original e atualizada (MONGAN

et al., 2020; TEJANI et al., 2024). Essas descrições foram tomadas como referência na

hora de avaliar ochecklist e, no caso de não adequação ou adequação parcial, o item foi

marcado como não adequado.
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4 Revisão da Literatura

Neste capítulo, será apresentada a revisão da literatura que permite identi�car

estudos primários sobre o uso de inteligência arti�cial baseada em redes neurais na seg-

mentação de metástases cerebrais, para responder à pergunta de pesquisa: "Como a in-

teligência arti�cial baseada em redes neurais é utilizada na segmentação de metástases

cerebrais?".

Essa revisão é similar à publicada por CHOet al. (2020), o qual apresenta uma

revisão sistemática com meta-análise e compara diferentes técnicas de aprendizado de

máquina envolvendo metástases cerebrais e aponta para a escolha de técnicas emDeep

Learning para a detecção, que se mostraram superiores às técnicas clássicas deMachine

Learning (CHO et al., 2020). A revisão apresentada nesse trabalho se difere da apresentada

por Choet al. (2020), por possuir uma abordagem mais especí�ca na tarefa de segmentação

de tumores metastáticos com o uso de aprendizado profundo, e inclui estudos que foram

publicados posteriormente a sua publicação.

Sendo assim, foi realizada uma busca nas bases de dados PubMed, IEEE Xplore e

Epistemonikos para a busca de publicações relacionadas com a pesquisa deDeep Learning

na tarefa de segmentação de metástases cerebrais publicadas desde o ano de 2017 até o dia

10 de Junho de 2024. A busca utilizando os descritores (brain AND "deep learning"AND

segmentation AND metas*) retornou um total de 212 artigos nessas três bases, dos quais

foram excluídos 8 duplicatas, 36 artigos de revisão, 28 artigos que não tinham tumores

cerebrais como foco, 38 artigos que não realizavam a segmentação de tumores cerebrais e

50 artigos que realizavam a segmentação de tumores cerebrais mas não faziam a discrimi-

nação de tumor metastático dos outros tipos de tumores, como gliomas ou meningiomas.

Além disso, foram adicionados dois artigos (HU et al., 2019) e (RUDIE et al., 2021) de

outras fontes. Assim, foram selecionados 46 artigos para a leitura do texto completo. O

�uxograma do protocolo PRISMA (PAGE et al., 2021) para a seleção dos artigos está

apresentado na Figura 8.

A distribuição dessas publicações ao longo dos anos pode ser vista na Figura 9

e, na Figura 10, estão destacados os países envolvidos nas pesquisas selecionadas para a

revisão.

Percebe-se que há um aumento progressivo nos estudos com o passar dos anos, o

que pode ser explicado pelo aumento do interesse e desenvolvimento na área da aplicação

de aprendizado de máquina em áreas relacionadas à saúde. Além disso, as pesquisas nesta

área estão restritas ao hemisfério norte, principalmente Estados Unidos, Canadá e China,

com algumas publicações no oriente médio, Europa e Rússia. Isso indica a necessidade de
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Figura 8 � Fluxo de inclusão dos estudos seguindo o protocolo PRISMA para revisões
sistemáticas.

Fonte: Autoria própria.

Figura 9 � Publicações ao longo dos anos dos artigos encontrados nas bases PubMed,
IEEE Xplore e Epistemonikos que foram selecionados para a leitura completa

Fonte: Autoria própria.

serem realizadas mais pesquisas nessa área no hemisfério sul do globo, para mitigar os

efeitos de viés por localidade.

Uma comparação entre os resultados destes estudos pode ser visto na Tabela 1.
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Figura 10 � Quantidade das publicações incluídas na revisão por país
Fonte: Autoria própria.

A seguir, encontra-se uma descrição com a síntese dos métodos e resultados dos

trabalhos que foram selecionados para a inclusão na revisão.

(GRØVIK et al., 2020) utilizaram um dos datasets que foi utilizado neste estudo, o

BrainMetShare, para realizar a identi�cação das metástases cerebrais com o uso de redes

neurais com arquitetura de rede 2.5D baseada na GoogLeNet, e avaliaram as métricas

de precisão, sensibilidade, F1 Score, coe�ciente Dice e AuROCC. Entre os resultados

obtidos, obtiveram valores para a AuROCC de0; 98� 0; 04 e, para precisão, sensibilidade

e coe�ciente Dice, encontraram os valores de, respectivamente,0; 79� 0; 20, 0; 52� 0; 22

e 0; 79� 0; 12.

Um outro estudo realizado por (HU et al., 2019) aplica uma função perda com

pesos diferentes de acordo com o volume da metástase cerebral, discorrendo sobre o uso

da função perda Dice ser ideal para conjuntos de dados com metástases de tamanhos

semelhantes, o que pode trazer resultados superestimados quando o modelo é aplicado em

casos com metástases de tamanhos variados. Isso pode ser um problema, já que é comum

casos em que coexistem metástases de tamanhos diversos. Esse risco se mostra ainda mais

relevante ao considerar-se que a probabilidade de um radiologista encontrar uma metástase

é menor conforme menor for o seu tamanho. Nesse estudo, (HU et al., 2019) utilizaram um

conjunto de dados formado por imagens de RM e imagens de TC, visto que cada técnica

possui suas vantagens e desvantagens, e a combinação de ambas possibilita uma maior

con�abilidade diagnóstica. Para o treino, foi utilizada umensemblede duas arquiteturas,

a 3D U-Net e a DeepMedic. Para o treino da rede 3D U-Net, foi utilizado o otimizador

RMSprop, com LR de 10� 3, BS de 1 e durante 300 épocas. Já para a rede DeepMedic,

foram utilizados três caminhos paralelos, um que treina a rede com as imagens em sua

máxima resolução e outro que utilizapatches, ou pedaços, que são subamostras dessas

imagens para o treino. Os resultados obtidos se mostraram promissores quando aplicado
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Tabela 1 � Comparação do número N de casos/pacientes no treino osplit em treino,
validação e teste (T/V/T), o coe�ciente Dice (DSC), a precisão (PPV), a
sensibilidade (TPR) e a quantidade de falsos positivos por paciente (FPP) dos
estudos encontrados em literatura para a segmentação de metástases cerebrais.
Os melhores resultados estão destacados em negrito.

Autores N T/V/T DSC PPV TPR FPP
(LIU et al., 2017) 490 5-fold 0,67 - - -

(CHARRON et al., 2018) 182 146/18/18 0,79 - 0,98 4,4
(HU et al., 2019) 305 245/30/30 0,74 0,78 0,803 -

(GRØVIK et al., 2020) 156 100/5/51 0,8 0,8 0,5 8,3
(DIKICI et al., 2020) 158 5-fold - - 0,9 9,12

(XUE et al., 2020) 1201 4-fold 0,85 - 0,96 -
(JALALIFAR et al., 2020) 106 90/6/10 0,9 - - -

(BOUSABARAH et al., 2020)
509

469/0/40 0,71 0,96 0,71 0
469/0/40 0,70 1,00 0,71 0,05

257 233/0/24 0,27 0,95 0,53 0,05
(ZHOU et al., 2020) 934 748/186 0,8 0,6 0,9 3
(RUDIE et al., 2021) 563 413/50/100 0,75 0,915 0,7 0,46

(LU et al., 2021) 570 - 0,836 - 0,957 0,5
(NOMURA et al., 2021) 22 17/5 0,727 - 0,766 -
(PENNIG et al., 2021) 69 5-fold 0,75 0,74 0,88 0,71
(JÜNGER et al., 2021) 98 66/17/15 0,72 - 0,851 1,8
(PARK et al., 2021b) 188 188/0/94 0,8 0,931 0,907 0,59

(YI et al., 2021) 156 - 0,85 0,68 0,92 -
(YOO et al., 2021) 442 341/36/45 0,62 0,75 0,74 0,53

(GRØVIK et al., 2021) 165 100/10/55 0,8 0,8 0,7 12
(HSU et al., 2021) 511 5-fold 0,76 - 0,95 2,4

(PARK et al., 2021a) 330 290/40 0,66 - 0,877 1,9

(CHO et al., 2021) 147
127/20/35 0,7 - 0,877 1,9

127/20 0,7 - 0,751 0,8
127/20/12 0,8 - 0,947 0,5

(SUN et al., 2021) 450 285/72/93 - - - -
(HUANG et al., 2022) 176 135/-/32 0,81 0,987 0,975 -

(YOO et al., 2022) 65 53/-/12 0,75 - 0,97 1,25
(BOUGET et al., 2022) 396 5-fold 0,9 0,9 0,9 0,061

(LIANG et al., 2022) 407 326/78/81 0,73 - 0,91 1,9
(SHIROKIKH et al., 2022) 778 3-fold - - 0,9 3,8

(CEAU“ESCU; ALEXE, 2022) 105 63/21/21 0,9 - 0,91 -
(LYU et al., 2022) 1399 10-fold 0,9 - 0,9 -

(LIEW et al., 2022)
156 84/51/21 - - 0,811 2,952
144 121/23/0 - - 0,74 3,131

(CHARTRAND et al., 2022) 530 383/50/97 0,73 0,81 0,91 0,66
(JALALIFAR et al., 2022) 124 89/10/25 0,90 - - -

(LEE et al., 2022) 574 474/0/100 0,82 0,85 0,87 -

Continua
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Tabela 2 � Comparação do número N de casos/pacientes no treino osplit em treino,
validação e teste (T/V/T), o coe�ciente Dice (DSC), a precisão (PPV), a
sensibilidade (TPR) e a quantidade de falsos positivos por paciente (FPP) dos
estudos encontrados em literatura para a segmentação de metástases cerebrais.
Os melhores resultados estão destacados em negrito.

Autores N T/V/T DSC PPV TPR FPP

(OTTESEN et al., 2023) 221 100/10/116
0,93 - 0,88 1
0,93 - 0,86 0,4
0,94 - 0,78 0,1

(LI et al., 2023) 649 295/99/255 0,81 0,56 0,9 5
(JALALIFAR et al., 2023) 116 90/-/20 0,92 - - -

(QU et al., 2023) 1000 850/150 0,9 0,93 0,88 1,01
(WANG et al., 2023) 100 - 0,723 - 0,997 0,72
(XUE et al., 2023) 121 4-fold 0,836 0,848 0,836 -
(SHU et al., 2023) 1000 800/200 0,896 0,892 0,9 -

(BUCHNER et al., 2022) 339 239/100 0,96 0,96 - -
(ZHOU et al., 2023) 193 155/38 0,89 0,91 0,9 -
(SON et al., 2023) 186 128/58 0,66 0,796 0,869 1,76

(HAMMER et al., 2024) 226 169/57 0,90 0,76 0,94 -
Fonte: Autoria Própria.

o ensembledessas duas redes, alcançando um DSC de0:740� 0; 022, uma precisão de

0; 779 � 0; 010 e uma sensibilidade de0; 803 � 0; 001. Assim, os autores encontraram

uma maior e�ciência da rede em detectar metástases pequenas ao utilizar a função perda

dependente do volume da metástase, que chamaram devolume-aware Dice loss.

(RUDIE et al., 2021) realizaram um estudo retrospectivo com 413 pacientes que

foram submetidos à radiocirurgia. Foram utilizadas 563 imagens de ressonância magnética

ponderadas em T1 pós contraste, separadas em 413 para treino, 50 para validação e 100

para teste. Em uma etapa do pré-processamento, foi realizada a subtração da imagem

ponderada em T1 pré-contraste da imagem ponderada em T1 pós-contraste, de modo a

ter um maior enfoque nas regiões de acúmulo de contraste. O treino foi realizado utilizando

uma rede 3D U-net, com regularizador de normalização porbatch (BN, do inglês Batch

Normalization), otimizador Adam e comlearning rate de 10� 4. A avaliação foi feita pelo

coe�ciente Dice, precisão e sensibilidade, que resultaram em valores de, respectivamente,

0,75, 91,5% e 70,0%. Para metástases com tamanhos maiores do que 6 milímetros, a

sensibilidade da rede foi de 96,4%, indicando uma correlação entre o tamanho da metástase

e a capacidade da rede em identi�cá-la, assim como aponta (HU et al., 2019). Além disso,

os autores, avaliaram a con�abilidade do formato da metástase encontrada pela rede

através do cálculo da distância de Hausdor�. Por �m, as mesmas métricas foram avaliadas

entre dois diferentes radiologistas com 4 e 5 anos de experiência, que levaram cerca de

15 a 20 minutos para realizar a segmentação e obtiveram DCS de 0,85, sensibilidade de

87,9% no geral e 98,4% para metástases maiores do que 6 mm, superando os resultados
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encontrados pela rede neural, que levou cerca de 45 segundos para realizar a mesma tarefa.

Algumas considerações feitas pelo estudo de (LIU et al., 2017) apontam para a

di�culdade de realizar a segmentação de metástases pequenas, e como a formação de agru-

pamentos de metástases podem di�cultar o delineamento automático, além de relatarem

que é comum uma única aquisição de imagens em RM ponderadas em T1 com contraste,

di�cultando a aplicação de redes neurais treinadas com conjuntos de dados em outras

ponderações ou sequências de pulso. Nesse estudo, os autores utilizaram a arquitetura de

rede DeepMedic com o acréscimo de um caminho paralelo adicional, que realizou uma

subamostragem de menor resolução para encontrar características globais, com umkernel

de convolução maior do que o presente nos outros caminhos paralelos. Em relação ao

conjunto de dados, foram utilizados dois conjuntos, o primeiro foi odatasetBrain Tumor

Segmentation (BraTS) (MENZE et al., 2015), com imagens em RM com contraste pon-

deradas em T1 e em FLAIR, para um total de 240 pacientes, e o segundo foi um conjunto

de imagens de ressonância em T1 com contraste, provenientes doUniversity of Texas

Southwestern Medical Center. Para o treino, foi utilizado um batch sizede 10 imagens

durante 35 épocas para a validação com o BraTS e durante 15 épocas para as imagens

obtidas do centro médico. Nota-se que para a validação, obatch sizefoi alterado para 48.

Os autores encontraram um DCS de0:67� 0; 03 e uma AuRROC de0; 98� 0; 01, apon-

tando para uma segmentação aceitável de metástases maiores do que 1,5 cm3. Assim como

(HU et al., 2019; RUDIE et al., 2021) a e�ciência da segmentação decai consideravelmente

conforme menores os tamanhos das metástases.

A utilização de imagens em RM multimodal foi estudada por (CHARRON et

al., 2018) na tarefa de segmentação de metástases cerebrais, em que foi utilizado um

dataset de imagens ponderadas em 3D T1 CC, FLAIR, e 2D T1, para um número de

182 pacientes, em um treino dividido em 80% para treino, 10% para validação e 10%

para teste. Um mapa da distribuição espacial da ocorrência de metástases indicou maior

ocorrência nas regiões do cerebelo e lobo frontal. Além disso, foram criados novos casos

de 1200 pacientes virtuais para o teste. Os melhores hiperparâmetros para a realização

do treino foram investigados, resultando em um BS de 10, com amostras de tamanho de

24� 24� 24mm3, durante 30 épocas, com 20 sub-épocas, para 1000 segmentos e realizado

para 50 pacientes por época. As métricas de avaliação utilizadas foram a sensibilidade e

o número de falsos positivos para a tarefa de detecção. Para a tarefa de segmentação

a métrica utilizada foi o DSC, a sensibilidade e a precisão. Os autores apontam para

o cuidado em se realizar odownsamplingdas imagens, uma vez que a compressão dos

voxels podem truncar algumas informações radiológicas, como os vasos sanguíneos que

aparecem hiperintensos na imagem, de modo que a rede neural os confunda com regiões

metastáticas, resultando em um maior número de falsos positivos. Um outro achado do

estudo foi a utilização debatch sizespequenos para encontrar melhores valores para

DSC, cuja razão é devida à inomogeneidade dodataset e à menor probabilidade de se
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ter uma alta variedade de tamanhos de tumores em um menor conjunto de dados, o

que permite o treino de um caminho neural adaptado para um tipo de metástase em

vez de buscar encontrar um caminho global que generalize o resultado para qualquer

tamanho de metástase, que é o que aconteceria em umbatch sizemaior, e que geralmente

é utilizado em dados mais homogêneos. Entre as descobertas do estudo, destaca-se a

utilização multimodal de imagens para o treino da rede, que resultou em uma sensibilidade

de 98% para a identi�cação de metástases, enquanto que o acréscimo de pacientes virtuais

não ocasionou melhorias signi�cativas.

(DIKICI et al., 2020) utilizaram uma abordagem de seleção através do Laplaciano

da Gaussiana, utilizando essa aproximação ao determinar possíveis candidatos para serem

inseridos no modelo de segmentação e, após essa seleção, foram aplicadas deformações

elásticas aleatórias e correções gama aleatórias nas imagens paradata augmentation. A

rede utilizada foi a CropNet, que tem comoinput regiões volumétricas isotrópicas de

tamanho de 1 mm3 para cadavoxel, e o resultado da rede para a sensibilidade foi de 0,90,

com uma média de falsos positivos de 9,12 por paciente.

Com o uso de uma rede com base em uma 3DFully Connected Network, (XUE et

al., 2020) propuseram a rede BMDS Net para a segmentação de metástases cerebrais, que

possui dois estágios, o primeiro para identi�cação e o segundo para segmentação. Para

a identi�cação, a imagem original de tamanho256� 256� 120 voxels foi diminuída em

quatro vezes o tamanho original e, após a detecção, a imagem era redimensionada para

seu tamanho original para realizar a segmentação, que consistia no isolamento da região

detectada do resto da imagem, através do uso debounding-boxesque seriam osinputs da

rede de segmentação. Os hiperparâmetros utilizados no treino incluíram uma LR inicial

de 0,002 com decaimento de 0,1 por 500 épocas, o valor demomentum igual a 0,9 e foi

utilizado o inicializador Xavier. O resultado obtido para a acurácia de detecção foi de

100%, e para a segmentação os valores de DSC, sensibilidade e especi�cidade foram de,

respectivamente,0; 85� 0; 08, 0; 96� 0; 03 e 0; 99� 0; 0002.

(BOUSABARAH et al., 2020) realizaram modi�cações em uma U-Net para o treino

de metástases separadas por tamanho, e compararam os resultados com uma U-Net con-

vencional. Após os treinos, foi comparado os métodos deensemblepor soma e por voto de

maioria entre as três redes, que foram treinadas por 450 épocas, com LR inicial de 0,0001

e taxa de decaimento de 1% por época, otimizador Adam com regularização L2, BS de 2

e validação cruzada em 4folds. Os autores concluíram que o uso deensemblepor soma

é melhor para as métricas de sensibilidade (0,82) e DSC (0,74), enquanto que oensemble

por voto de maioria apresenta melhores precisão (0,96), taxa de falsos positivos (0,08),

F1-Score(0,85), e DSC médio (0,71). Além disso, a rede treinada apenas com metástases

cerebrais pequenas foi até 50% melhor na segmentação de metástases pequenas quando

comparada às redes treinadas com todos os tamanhos de metástases.
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Yang et al. (2020) desenvolveram uma plataformaweb-basedque realiza a seg-

mentação de metástases cerebrais, e que também realiza operações de pós processamento

de imagens (YANG et al., 2020). O modelo é composto por uma arquitetura de rede

EnDeepMedic 3D, e os hiperparâmetros não foram informados. Para avaliar o modelo,

aplicaram-no em 10 casos de pacientes com metástases cerebrais, e mediram as métricas

de média de desvio de centro de massa (1,55± 0,36 mm), distância de Hausdor� (2,98±

0,63 mm), média da distância entre supefícies (1,06± 0,31 mm), a média de falsos posi-

tivos sobre a união (0,43± 0,19) e a taxa de falsos negativos (0,15± 0,10). Como essas

métricas de avaliação desse modelo estão muito distoantes das métricas de outros estudos,

não permitindo a comparação, essa publicação não foi incluída na análise quantitativa.

(ZHOU et al., 2020) propuseram uma rede chamada MetNet em dois estágios,

sendo o primeiro uma redesingle-shot detector(SSD) e o segundo uma rede FCN. A rede

SSD foi responsável pela identi�cação da metástase enquanto a rede FCN foi utilizada para

a segmentação 2D das metástases em uma aplicação parecida com a realizada por (XUE et

al., 2020), que realizou a mesma estratégia em três dimensões. No estudo, também foram

investigadas três variações da função perda de Tversky e uma Dice e osinputs da rede de

segmentação possuíam tamanho de64� 64 pixels, outros hiperparâmetros do treino não

foram informados pelos autores. Os resultados gerais para a precisão, sensibilidade, FPP

e DSC foram, respectivamente,0; 58� 0; 25, 0; 88� 0; 19, 3 � 3 e 0; 85� 0; 13. Os autores

também realizaram testes para metástases de tamanhos distintos, cujos resultados foram,

em alguns casos, mais do que 2 vezes melhores para as metástases de tamanhos maiores do

que 6 mm quando comparados com os resultados para metástases de tamanhos menores

do que 3 mm.

O uso da rede DeepMedic 3D por (PENNIG et al., 2021) cominputs de tamanho

25 � 25 � 25 pixels formados porpatchesconstituintes por regiões cerebrais com e sem

metástases balanceados em 50% cada, trouxe resultados para DCS de 0,75, precisão de

0,74, sensibilidade de 0,88 e falsos positivos por paciente de 0,71. Os hiperparâmetros de

treino incluíram BS de 10, durante 35 épocas com função perda do tipoDice loss, a LR

teve decaimento de 50% com paciência de 3 épocas e seu valor inicial não foi informado. A

DeepMedic compatchesde mesmo tamanho e mesmos hiperparâmetros de rede também

foi utilizada por (JÜNGER et al., 2021) para a segmentação de metástases, chegando

em resultados de 0,72 para o DCS, 0,851 para a sensibilidade e 1,8 para a FPP, a única

diferença em relação ao estudo de (PENNIG et al., 2021) foi o número de pacientes, que

antes era 69 e aumentou para 98.

Lu et al. (2021) realizaram um estudo para avaliar o impacto do uso de IA na assis-

tência da radioterapia estereotáxica em casos de pacientes com metástases cerebrais (LU

et al., 2021). A arquitetura utilizada foi um ensemble da DeepMedic com a U-Net 3D, em

que cada uma das arquiteturas possuía um objetivo distinto. A DeepMedic estava focada
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em otimizar a sensibilidade para tumores de tamanho pequeno, de�nido pelos autores em

volumes menores do que 0,7 mL ou 1,1 cm de diâmetro, que representa a mediana dos

volumes dos tumores de todos os pacientes do banco de dados, composto por 570 pacientes

com metástases cerebrais (1790 volumes tumorais), 353 pacientes com neuromas acústicos

(363 volumes tumorais) e 365 pacientes com meningiomas (413 volumes tumorais). Por

outro lado, a U-Net 3D estava focada em otimizar a especi�cidade da segmentação de

tumores de modo geral, em casos de metástase, meningiomas e neuromas acústicos. O

foco do estudo era demonstrar que o uso dessa tecnologia combinada com os pro�ssio-

nais da área da saúde aumentava a concordância entre diferentes observadores, o que foi

comprovado em um número de 9 anotadores com diferentes graus de experiência, em que

o valor do DSC mediano entre os observadores aumentou de 0,862 sem o uso do modelo

para 0,900 com o uso do modelo. Também houve a melhoria no tempo de realização da

tarefa de delineamento para a SRS, indo de 11,2 minutos sem o uso da tecnologia para

7,3 com o uso dela. Já para o modelo em si, em uma análise envolvendo 10 casos, sendo 5

de metástases totalizando 16 volumes tumorais, 2 de neuroma acústicos solitários e 3 de

meningiomas totalizando 5 volumes tumorais. Sendo assim, sem realizar uma distinção na

apresentação dos resultados para cada tipo de tumor em especí�co, o sistema obteve uma

sensibilidade de 95,7% para a detecção da lesão, com uma sensibilidade de 88,9% para

tumores pequenos. Além disso, os autores reportam uma quantidade de falsos positivos

de 0,5 por paciente, um DSC com mediana de 0,836 e uma AuROCCpixel-wisede 0,995.

Nomura et al. (2021) utilizaram uma rede U-Net 3D cominputs de�nidos em

32� 32 � 32 voxelse redimensionados de modo a serem representativos de volumes em

forma de cubos de 1 mm3, sendo que foram comparados os resultados obtidos tanto para

os inputs formados pelos volumes originais quanto pelos redimensionados (NOMURA et

al., 2021). Essa rede foi utilizada em três bancos de dados distintos, dois em TC para

nódulos pulmonares e lesões no fígado, e outro em RM para metástases cerebrais. Os

hiperparâmetros foram escolhidos a partir de uma série de variações realizadas em um

supercomputador, que envolveu a variação da profundidade da rede U-Net de 3 a 5, o

número de �ltros na primeira cada de 2 a 32, a presença ou ausência da unidade residual, o

batch sizede 1 a 16, a função perda como sendo a Dice ou a Tversky focal e dois parâmetros

para o otimizador RAdam. Além disso, foram avaliadas diferentes combinações de técnicas

de Data Augmentation. Dessa forma, os autores encontraram diferentes composições de

hiperparâmetros para as diferentes aplicações, e o modelo que teve um melhor desempenho

para a segmentação de metástases cerebrais foi a U-Net com profundidade de 4 blocos de

camadas com unidades residuais, 18 �ltros na primeira camada,batch sizede 20, função

perda Dice e parâmetros� = 0; 001229e � 2 = 0; 997552do otimizador RAdam, que

resultaram em um coe�ciente Dice de0; 727� 0; 115 e sensibilidade de0; 766� 0; 143

para o caso dos volumes redimensionados, e a menor taxa de falsos postivos de0; 152�

0; 168 foi obtida para o caso dos volumes em seus tamanhos originais e, em ambos os
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casos, a técnica deData Augmentation com melhor performance foi a composição de

aguçamento, borramento, ruído, brilho, contraste, perturbação na intensidade, rotação,

redimensionamento e deformação, somada à inversão monocromática aleatória.

(PARK et al., 2021b) treinaram uma rede 3D U-Net cominputs de tamanho

184� 184� 152pixelse combinaram dois modos de aquisição de imagem em RM, Gradiente

Eco e Sangue Escuro, para comparar com os treinos realizados apenas com um dos modos.

Foi realizada validação cruzada em 5folds com otimizador Adam, durante 500 épocas com

LR de 0,0001. Com exceção da métrica de precisão para todas as metástases, o modelo

utilizando a combinação dos dois modos de aquisição de imagem foi melhor, alcançando

sensibilidade de 0,907, precisão de 0,931 e DSC de0; 822� 0; 152.

(YI et al., 2021) investigaram a performance de uma rede 2.5D DeepLabv3 ao

remover uma das sequências de pulso das imagens de RM doinput, que constou com

imagens 2d de tamanho de256� 256 pixels para quatro tipos de sequências diferentes

das quais foram incluídas 5slices de cada no canal doinput. Cada sequência de pulso foi

removida aleatoriamente, e os valores dos 5slices foram de�nidos como 0 para o treino.

A duração do treino foi de 10 épocas e outros hiperparâmetros não foram informados

pelos autores. O resultado obtido para a DSC foi de 0,85, enquanto que para precisão e

sensibilidade foram, respectivamente, 0,68 e 0,92.

O estudo realizado por (YOO et al., 2021) utilizou redes U-Net 2.5D e 3D na ta-

refa de segmentar metástases cerebrais, alcançando um DCS, precisão e sensibilidade de,

respectivamente, 0,62, 0,75 e 0,74. Os autores realizaram uma análise de acordo com o

número de metástases e de acordo com o volume total de metástases por paciente, e con-

cluíram que a rede 3D é melhor para a segmentação de metástases pequenas, enquanto que

a rede 2.5D é superior para a segmentação de metástases maiores. Além disso, foi compa-

rada a performance das redes U-Net com redesFully Convolutional One-Stage Monocular

3D, e ambas as redes U-Net foram superiores na tarefa de segmentação. O treino da rede

U-Net 2.5D foi realizado com o otimizador Adam, com regularização por decaimento de

pesos desacoplados, tamanho demini-batch igual a 100 e LR com valor de 0,001. Além

disso foram utilizadosDropouts nas camadas doencodere decodercom probabilidade de

0,2 e a função perda utilizada nosoutputs do decoderfoi a cross-entropy. Por outro lado,

o treino da rede U-Net 3D contou com a subamostragem empatchesformados porvoxels

de tamanho de96 � 96 � 96, sendo amostrados 8 voxels por volume tanto para regiões

com lesão quanto para regiões sem lesão, totalizando 40% dos voxels obtidos com lesão e

60% dos voxels sem lesão. Odropout utilizado também foi de 0,2 com a função perda de

Dice binária, otimizador Adam, LR de 0,005 e tamanho demini-batch igual a 30.

Park et al. (2021) também empregaram a arquitetura U-Net 2D com base na

DenseNet201 comencoderpré-treinado no banco de imagens ImageNet, em que utilizaram

3000 imagens de RM cerebrais, e aplicaramData Augmentation de 16 vezes, envolvendo
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rotação, inversão, conversão paralela e ajuste de escala (PARK et al., 2021a). Além da

2D, os autores utilizaram a U-Net 3D em um primeiro passo para a localização das

metástases, com a função perda Dice para detectar metástases pequenas, eminputs de

tamanho192� 192� 192voxelsem treinos de 200 épocas de duração, combatch sizede 1 e

learning rate de 0,001, com redução para 0,0001 a partir da época 100 e 0,00001 a partir da

época 150. O resultado obtido pela rede 3D das regiões com presença de metástases, foram

então recordados da imagem originas e inseridas na rede 2D, para realizar a segmentação

das metástases cerebrais nosslices de tamanho 512� 512 pixels, onde a região com a

metástase é redimensionada de modo a caber nessa imagem. Dessa maneira, os autores

encontraram uma sensibilidade de 0,58 para a detecção, com DSC médio de0; 67� 0; 23 e

2,5 falsos positivos por exame em um banco de dados parecido com o de treino, que estava

separado temporalmente. Para o banco de dados externo, a sensibilidade de detecção foi

de 0,76, com DSC médio de0; 66 � 0; 22 e 7,6 falsos positivos por exame e, ao realizar

a separação para casos de metástases maiores do que 5 milímetros, os resultados foram

melhores, sendo 0,877 para sensibilidade de detecção,0; 68 � 0; 20 para o DSC médio e

1,9 falso positivo por exame.

(GRØVIK et al., 2021) realizou um novo estudo utilizado uma rede baseada na

DeepLabv3, nomeadaInput-Level Dropout, para a segmentação de metástases cerebrais

com a remoção de uma das quatro sequências de pulso obtidas em RM, como uma maneira

de lidar com dados faltantes no dataset. Foram utilizados cincoslicesde cada modalidade

de imagem para o treino, que foram acumulados no canal de cor doinput array que

continha dimensão de256� 256� 20. O chamadoInput-Level Dropout foi aplicado nos

5 slices de uma determinada sequência de pulso, cujos valores do tensor foram de�nidos

como 0's. Os resultados obtidos com essa rede para o coe�ciente Dice (0; 795� 0; 105),

a IoU (0; 561� 0; 225), a sensibilidade (0; 671� 0; 262) e precisão (0; 790� 0; 158) foram

superiores quando comparado com a rede DeepLabv3 original, indicando a relevância do

método aplicado.

No estudo feito por (HSU et al., 2021) em imagens tanto de RM quanto de TC

para a identi�cação e segmentação de metástases cerebrais, foi utilizada uma rede 3D

V-Net, arquitetura parecida com a U-Net, com convoluções dekernel 3 � 3 � 3 tanto

na parte de downsawmplingquanto na parte deupsampling, com stride de 2 e função

de ativaçãoparametric recti�ed linear unit (PReLU), com batch normalisationapós cada

camada de convolução e pesos doskernels regularizados com o iniciador Xavier. Para o

treino em questão, o volume deinput foi reduzido para 48 mm3 e o número defeature

channelsfoi aumentado para 24, bem como o número dosstrides que passaram a ser 3,

3, 3, 3 e 4 conforme aumentava-se odownsampling, otimizador Adam com LR de 0,001

com Early stopping. Além disso, foi utilizado data augmentatione transformações nas

imagens envolvendo a equalização do histograma com base em outro paciente aleatório,

deformaçãoB-Spline aleatória e rotação 3D aleatória de até 20º. Os autores apontaram
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para o uso da função perdasoft Dice, uma vez que os dados estavam muito desbalanceados

com menos do que 0,1% dos voxels contendo metástases, e indicaram que nesse cenário a

função perdacross-entropynão deveria ser utilizada.

A utilização de uma mistura de redes U-Net 2D e 3D também foi utilizada por

(CHO et al., 2021) para a detecção e segmentação de metástases cerebrais. Nesse modelo,

a rede 3D foi usada para a identi�cação e aumento da dimensionalidade das metástases

identi�cadas para que a rede 2D �zesse a segmentação. Além disso, o treino foi dividido

em três tipos de validação, a primeira com pacientes deslocados temporalmente entre

os anos de 2015 e 2016, a segunda com pacientes de outra instituição e a terceira com

pacientes dos anos entre 2017 e 2020, com deslocamento temporal maior do que o primeiro

conjunto. Dessa forma, as métricas de avaliação foram melhores para os pacientes do

terceiro conjunto, com valores de sensibilidade de 0,947, a quantidade de falsos positivos

encontrada de 0,5 por paciente e o DCS de0; 82 � 0; 20. Vale notar que a análise foi

realizada para metástases de tamanhos maiores do que 5 mm e os parâmetros utilizados

para o treino da rede de identi�cação, a 3D U-Net, incluíram a função perdaDice Loss

para inputs de tamanho 192� 192� 192 com otimizador Adam, BS de 1 e LR com

valor inicial de 0,001 durante 300 épocas. Nota-se que entre as épocas 100 e 250, a LR

utilizada foi de 0,0001 e após a época 250 a LR foi de 0,00001. Já para o treino da rede

de segmentação, a 2D U-Net, os parâmetros utilizados foraminput de 512� 512 pixels

com data augmentationde 16 vezes, e os outros hiperparâmetros não foram mencionados

na publicação.

(SUN et al., 2021) realizaram uma comparação entre os resultados obtidos entre

as redes U-Net 2D e 3D para a segmentação de metástases cerebrais em um banco de

dados próprio de 450 pacientes. As imagens utilizadas passaram pordata augmentation

e regularização L2 para as duas arquiteturas. A métrica estudada foi a AuROCC que se

mostrou maior para a rede 3D com regularização para todos os tamanhos de metástases

(0,876), seguida da rede 2D com regularização (0,815). A rede sem regularização 3D foi

melhor para a segmentação de metástases com volume acima de 1,37 cm3 (AuROCC =

0,905) quando comparada com a rede sem regularização 2D U-Net (AuROCC = 0,88), essa

que se mostrou superior para a segmentação de metástases menores (AuROCC = 0,759)

contra a AuROCC de 0,714 da rede 3D. Dessa maneira, aponta-se para a importância

da técnica de regularização L2 para uma melhor AuROCC na tarefa de segmentação de

metástases cerebrais, bem como a relevância das características espaciais obtidas pela rede

3D para uma melhor segmentação.

Com o intuito de diminuir a quantidade de falsos positivos na segmentação de

metástases cerebrais, Parket al. (2022) realizaram umensembleentre um modelo de

Deep Learninge um classi�cador radiômico, consistindo de uma rede En-DeepMedic para

a segmentação e uma rede neural siamesa junta de um classi�cador SVM radiômico para a
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classi�cação (YANG et al., 2022). Esseensemblefoi treinado em um conjunto de 242 MCs

com imagens em T1 pós contraste, e os autores reportaram valores de 0,13 para a taxa de

falsos negativos e 0,09 para a métrica de falsos positivos sobre a união (FPoU), essa que

foi reduzida em cerca de seis vezes ao se aplicar o modelo de classi�cação adicionado à

rede En-DeepMedic, que não sofreu alterações em seu formato padrão. Assim, os autores

tiveram ênfase no estudo da rede siamesa e a�rmam que seu uso em conjunto com um

classi�cador SVM podem diminuir a quantidade de falsos positivos em segmentações de

metástases cerebrais.

Uma alteração na arquiteturaDeepMedicproposta por (HUANG et al., 2022) au-

mentou signi�cativamente as métricas de sensibilidade, de 0,853 para 0,975 e de precisão,

de 0,691 para 0,987. A alteração foi o uso de uma função perda especí�ca para o caso

de metástases cerebrais, chamada deVolume-level Sensitivity-Speci�city (VSS), e foi em-

pregada no lugar daBinary Cross-Entropy para a tarefa de identi�cação. Essa função

perda foi criada para mitigar a variabilidade dos resultados obtidos para metástases de

tamanhos diversos, uma vez que a função perda para metástases pequenas não possui

grande impacto no conjunto todo. Assim, foi realizada oensembledas duas funções per-

das para a tarefa de segmentação, que contou com um número de 60 épocas, com LR

inicial de 0,001 e otimizadorRoot Mean Squared Propagation(RMSProp) com momento

de Nesterov (m = 0; 6, � = 0; 9 e � = 0; 0001). Os dados de input possuíam tamanho de

37� 37� 37 com 9 camadas de convolução dekernelsde tamanho3� 3� 3 sempadding,

de modo que ooutput do modelo tinha o tamanho de19� 19� 19 pixels, e os segmentos

passaram pordata augmentationenvolvendo mudança aleatória de intensidade, inversão

e rotação.

Para a segmentação de metástases pequenas, com volumes menores do que 0,04

cm3, uma rede foi proposta por (YOO et al., 2022) com base nas redes U-Net 2.5D e

2D. As imagens de tamanho original de1024� 1024pixels foram recortadas empatches

de 128� 128 pixels com sobreposição depatchese um espaçamento de 64pixels entre

as sobreposições. Técnicas dedata augmentationincluíram inversão vertical e horizontal,

bem como rotação e borramento aleatórios. A rede U-Net teve alteração na função de

ativação da habitual ReLU para aExponential Linear Unit (ELU), para evitar o gradiente

nulo, com Batch Normalisation antes da função de ativação ELU. A LR inicial foi de

0,0001 com redução de 50% para cada vez que a métrica acompanhada não mudasse em

duas épocas consecutivas, em um total de 30 épocas, com BS de 256, otimizador Adam

e regularização L2 (� = 0; 00001). Os resultados obtidos para a segmentação teve uma

sensibilidade de 0,966, com coe�ciente Dice de 0,55 e um número médio de FP de 1,25 por

paciente. Vale ressaltar que o conjunto de dados utilizados consistia majoritariamente de

metástases de tamanhos menores do que 0,1 cm3, e a discussão desse trabalho é relevante

para o estudo de metástases de tamanhos pequenos, cuja identi�cação é um desa�o para

as pesquisas realizadas nessa área.
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Para a realização independente de segmentação de quatro tipos de tumores cere-

brais: glioblastomas, gliomas de baixo grau, meningiomas e metástases, (BOUGET et al.,

2022) utilizaram uma arquitetura de rede com base na AGU-Net e analisaram a correla-

ção de 25 métricas distintas para avaliar a performance dos modelos, apontando para a

relevância das métricas de diferença de volume e distâncias de Hausdor�, Mahalanobis e

de superfície simétrica média do objeto. Em relação à rede, foi utilizada a função perda

class-averaged Dice loss, com otimizador Adam e BS de 32, paciência de 30 épocas para

early stoppinge LR de 0,001, ou LR de 0,0001 quando aplicadotransfer learning para um

�ne-tuning do melhor modelo encontrado para a segmentação de glioblastomas. Foi utili-

zadodata augmentationcom probabilidade de 50% inversão vertical e horizontal, rotação

aleatória de 20º e translação de até 10% nos eixos. A e�ciência da rede se mostrou melhor

para a segmentação de metástases e glioblastomas para todas as métricas analisadas. Para

metástases, a rede alcançou um valor de0; 8773� 0; 1894para o DSC e0; 8156� 0; 2042

para IoU, sendo ambas as melhores métricas encontradas entre os diferentes tipos de

tumor.

No estudo realizado por Ceau³escu e Alexe (2022), oBrainMetShare foi utilizado

em uma aplicação em dois estágios (CEAU“ESCU; ALEXE, 2022). No primeiro estágio,

foi utilizada técnica detransfer learning com os pesos de uma DR-UNet104 obtidos em um

treino realizado com imagens de gliomas do BraTS e foi feito o�ne tuning com imagens de

metástases cerebrais. No segundo estágio, foi utilizado o GrabCut para re�nar as máscaras

de segmentação obtidas no primeiro estágio. Sendo assim, os autores encontraram valores

para o coe�ciente Dice em quatro composições de parâmetros distintas que foram de

85,03% para o modelo padrão, 88,24% para o modelo pré-treinado, 89,23% para o modelo

pré-treinado com o uso do fator p = 1 para o GrabCut e 90,07% nessas mesmas condições

com o fator p otimizado em seu valor de 1,22. Dessa forma, os autores concluem que o uso

desses dois estágios melhora a performance de segmentação quando comparado ao treino

da DR-UNet104 realizado apenas com o banco de dados BMS.

Shirokikh et al. (2022) avaliaram uma rede U-Net 3D na tarefa de segmentação

de metástases cerebrais para aplicação em radiocirurgia. Essa rede passou por alterações

nos blocos convolucionais, que foram substituídos por blocos residuais e evitaram o uso

de concatenação para os canais, em que realizaram a soma, para diminuir a carga com-

putacional (SHIROKIKH et al., 2022). Além disso os tamanhos e quantidade de �ltros

foram reduzidos, uma vez que os autores a�rmam que mudanças na arquitetura não ge-

ram melhorias na qualidade da rede. Para o treino, foi utilizada a função perda BCE

com pesagem inversa para dar ênfase em segmentações de volumes pequenos. O treino foi

realizado durante 100 épocas, comlearning rate de 0,01 que diminuiu para 0,001 a partir

da época de número 80. Além disso, cada época contava com 100 iterações do otimiza-

dor SGD com momento Nesterov de 0,9, para umbatch sizede 16patchesde tamanho

64 � 64 � 64 pixels. Nesse estudo, os autores encontraram um valor de sensibilidade de
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0,9 com 3,8 falsos positivos por exame, além de um DSC por metástase de 0,71. Entre os

resultados obtidos, os autores também apontam para uma redução de 48% dos desacordos

entre diferentes especialistas ao mesmo tempo que melhora o coe�ciente Dice de superfície

de 0,845 para 0,871. Além de diminuir a variabilidade entre diferentes especialistas, o uso

do modelo acelera o processo de delineamento em duas vezes.

(LIANG et al., 2022) estudaram diversas variantes de 3D-Unets para a tarefa de

segmentação de metástases cerebrais, e relatam que um número dekernels de 128 com

tamanho de input de 64 � 64 � 64 voxels demonstrou os melhores resultados em uma

validação cruzada de 5-folds. No conjunto de teste que contava com 327 metástases, o

modelo alcançou um DSC de 0,73, com sensibilidade de 0,91 e taxa de falsos positivos de

1,7, e indicam que o modelo possui melhor performance para a segmentação de metástases

que possuem mais que 12 mm de diâmetro.

(LYU et al., 2022) realizaram a segmentação de metástases com uma variante

da U-Net, e compararam seus resultados com as redes U-Net, AttU-Net e U-Net++, e

encontraram melhores resultados para o DSC (0; 878� 0; 297), sensibilidade (0; 932� 0; 363)

e especi�cidade (0; 999� 0; 004) com o modelo que propuseram. O modelo foi treinado

com duas modalidades de imagens de ressonância magnética, e foi utilizada uma rede

cycleGAN para gerar as imagens faltantes em caso de haver apenas aquisição em uma

das modalidades. Foi utilizado o otimizador Adam, com LR de 0,0001, e BS de 12, sendo

aplicada a função de ativação ReLU nas camadas de convolução. Acallbackutilizada foi

a de loss decaycom margem de variação de pelo menos 1% após 20 épocas consecutivas,

e a função perda analisada foi uma combinação dacross-entropycom a Diceloss.

Uma outra pesquisa envolvendo oBrainMetShare, em conjunto com o BrATS e um

datasetadquirido localmente, foi realizada por (LIEW et al., 2022) para a segmentação de

metástases cerebrais. Eles utilizaram uma arquitetura de rede com base em uma N-Net,

que é uma versão modi�cada da U-Net, e �zeram algumas alterações nas conexões entre

as camadas, como a adição de blocos não-locais. O treino foi realizado compatchesde

96� 96� 96pixelscom janela de deslocamento de 32pixels, um BS de 4, uma LR adaptativa

com valor inicial de 0,001 para as 75 primeiras épocas, aumentando para 0,1 nas 45 épocas

seguintes, e 0,01 nas 30 épocas �nais, totalizando 150 épocas. A função perda utilizada foi

uma combinação damean-squared errore abinary cross-entropy. Após realizarem o treino

para os trêsdatasets, foi aplicado umframework iterativo para o self-training gradual do

modelo, denominado CAVEAT, os resultados obtidos para a rede foram otimizados, e

incluíram uma sensibilidade de 0,740 para odataset local, e 0,811 para oBrainMetShare,

sendo que a quantidade de falsos positivos encontrados por paciente foi de 3,131 e 2,952

para esses mesmosdatasets, respectivamente.

Ao utilizarem uma combinação de funções perda Dice,boundarye Volume-Aware,

(CHARTRAND et al., 2022) investigaram as diferentes combinações nos resultados para
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a segmentação de metástases cerebrais utilizando uma rede de arquitetura 3D U-Net.

Para o treino, foram utilizadospatchesde tamanho de128� 128� 128pixels, com uso do

otimizador Adam, com LR de 0,001 que era dividida pela metade a cada 50 épocas sem

variações, durante um total de 400 épocas. Em relação às transformações nas imagens,

foram aplicadas rotações aleatórias, ruído gaussiano e correção gama de contraste. Os

valores encontrados para a sensibilidade foram de 0,909, com DSC de 0,73 e 0,66 falsos

positivos por paciente. Os autores também apontaram para a piora dos resultados das

métricas conforme o tamanho das metástases era menor e indicam a melhora da segmenta-

ção quando utilizada uma combinação de função perdaDice comVolume-Aware sampling,

que realiza a amostragem com base em uma probabilidade de escolher a lesão sendo in-

versamente proporcional ao seu tamanho, para mitigar os efeitos de desbalanceamento de

classes para metástases pequenas.

Uma aplicação para a predição de toxicidades na radioterapia feita por (JALA-

LIFAR et al., 2022) a partir da união de radiômica com a segmentação de metástases

cerebrais realizadas com uma rede de arquitetura formada pela combinação de duas 2D

U-Nets, duas 3D U-Nets e uma MSGA, encontrou resultados que foram melhores do que

cada uma das redes individuais. Para a primeira 2D U-Net, osinputs possuíam tamanho

de 512� 512 pixels e 256� 256 pixels para a segunda 2D U-Net. Já para as 3D-Unets,

os voxelsdo input possuíam tamanho de128� 128� 128 pixels. Os resultados obtidos

incluíram um DSC de0; 90� 0; 04 e uma distância de Hausdor� de2; 3 � 0; 55 mm para

o conjunto de teste. Os autores também publicaram outro estudo (JALALIFAR et al.,

2023) considerando apenas as imagens em RM para a predição de efeitos adversos após

a radiocirurgia, e utilizaram a mesma arquitetura de rede com valores de BS de 4, 1 e 1

para as redes 2D U-Net, 3D U-Net e MSGA, com respectivas funções perda Dice,cross-

entropy e a soma das duas. A LR de 0,0001 foi a mesma para as três redes e os resultados

para a segmentação foram superiores quando comparados com as redes individuais e uma

nnU-Net tida como referência, apresentando resultados para DSC de0; 915� 0; 037e dis-

tância de Hausdor� de 2; 1 � 0; 6 mm, que também foi superior em relação ao primeiro

estudo realizado. Quanto à segmentação realizada nos 5follow-upsapós a cirurgia, a rede

proposta pelos autores foi superior com exceção do 4º follow-up, quando a rede nnU-Net

foi menos do que de 1% melhor nas métricas avaliadas. Além disso, os resultados obtidos

nesse segundo estudo foram melhores apenas para a métrica do coe�ciente Dice quando

comparado ao estudo feito com umdataset menor (JALALIFAR et al., 2020), que apre-

sentou uma distância de Hausdor� de1; 12� 0; 03mm ao ser utilizada uma rede composta

por U-Nets 2D e 3D.

(LEE et al., 2022) implementaram uma rede CNNencoder-decoderde via dupla

para realizar o delineamento de três tipos de tumores cerebrais: schwannoma vestibular,

metástases e meningioma. O modelo treinado para delinear metástases cerebrais contou

com 100 épocas de treino, com otimizador Adam, e LR de 0,001, com imagens formadas
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por patchesde tamanho256� 256� 20 pixels como input e BS de 1. A função perda

utilizada foi a Dice generalizada, com fator� = 0; 00001. Ao utilizarem os parâmetros

de treinos das outras duas patologias no treino para as metástases, foram encontrados

resultados otimizados, cujos valores para DSC de0; 85� 0; 18, sensibilidade de0; 87� 0; 29

e precisão de0; 85� 0; 18. Os resultados obtidos para os outros tipos de tumores foram

concordantes no que diz respeito a se utilizar os parâmetros de treino cruzados e podem

ser importantes para a generabilidade dos modelos treinados.

(OTTESEN et al., 2023) realizaram uma comparação entre três diferentes CNNs

para a segmentação de metástases cerebrais treinadas com o datasetBrainMetShare e

testadas em um dataset composto de imagens de ressonância magnética em ponderação

T1 Fast Spin Echo(SPACE) e FLAIR anotadas por dois radiologistas com 5 e 14 anos de

experiência. As arquiteturas de rede utilizadas foram a 2.5D e a 3D HRNetV2, do inglês

high-resolution net V2, e a nnU-Net, e utilizaram uma mistura de duas funções perda,

a Focal Tversky e a binary cross-entropy . Seus resultados apontam para uma maior

e�ciência da rede 2.5D em relação à rede 3D e nnU-Net, identi�cando, respectivamente,

79%, 71% e 65% das metástases. Para a tarefa de segmentação, as redes apresentaram

resultados similares, a nnU-Net com DSC de0; 94� 0; 05 e as duas HRNetV2 com DSC

de 0; 93� 0; 04. Já para o datasetBrainMetShare, a e�ciência de detecção de metástases

foi de, 88%, 86% e 78% com sensibilidades de 0,92, 0,91 e 0,85, respectivamente. Vale

ressaltar que a acurácia de detecção de metástases decresce quando essas possuem área

de seção menor do que 0,4 cm2.

(LI et al., 2023) utilizaram duas modalidades de imagens em RM, com e sem

contraste, e realizaram a subtração entre essas imagens de modo a formar três canais para o

input em patchesde tamanho128� 512� 512pixels, com data augmentationenvolvendo

rotações, inversões e variação na intensidade aleatórias. A rede utilizada possuía dois

estágios, o primeiro sendo constituído de uma rede 3D U-Net para a segmentação de

metástases e o segundo uma CNN multi-níveis para a supressão de falsos positivos. Foi

utilizado o otimizador Adam, com a união das funções perdaBias Dice e cross-entropy,

durante 500 épocas, com LR de 0,001 e BS de 1. Os resultados obtidos por essa rede foram,

em geral, superiores quando comparados às redes SSD, nnU-Net e 3D U-net, sendo que

essa última provou-se superior para a segmentação de metástases de diâmetros maiores

do que 5 mm.

A a�rmação de que um protocolo de aquisição de imagens somente com a sequên-

cia T1 pós contraste é su�ciente para a segmentação automática de metástases cerebrais

também foi sustentada pelos achados de Buchneret al. (2022), que utilizou diferentes com-

binações de sequências comoinput da rede neural U-Net 3D e encontrou um resultado

de DSC de 0,96, superior aos resultados de 0,70 e 0,73 utilizando apenas as sequências

T1 pré-contraste e T2 FLAIR (BUCHNER et al., 2022). Para o treino desse modelo, foi
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utilizado Data Augmentation envolvendo inversões horizontais, ruído gaussiano e trans-

formaçõesa�ne aleatórias, com a função de perda composta pela soma da Dice e BCE

por um total de 500 épocas. Os autores também concluíram que, nos casos em que a região

de edema é importante para a segmentação, é recomendado o uso da sequência FLAIR

em conjunto com a sequência T1 pós contraste.

Utilizando um banco de dados com imagens em T1 pós contraste de 1000 pacientes

diagnosticados com um total de 11686 metástases cerebrais, Quet al. (2023) desenvol-

veram uma redeautoencodercom o uso de uma camadaAtrous Spatial Pyramid Pooling

após a última camada deMax Pooling (QU et al., 2023). Também foram utilizadas ca-

madas de concatenação e um módulo deAttention. O otimizador utilizado foi o Adam,

com learning rate inicial de 0,0001, que decaia a cada 8 épocas com uma taxa de 0,98.

Além disso foi utilizado ummini batch sizede 32 em uma duração de 150 épocas. Entre

os resultados, os autores encontraram uma sensibilidade de 0,88, DSC de 0,90, precisão

de 0,93 e com 1,01 falsos positivos por paciente. Para o teste externo, os resultados fo-

ram similares, garantindo a generabilidade do modelo. Além disso, o modelo foi utilizado

por quatro radiologistas, que tiveram uma melhoria de até 27% na taxa de detecção de

metástases menores do que 5 mm.

A avaliação do algoritmo VBrain realizada por Wanget al. (2023) teve como

�nalidade veri�car sua performance em 100 pacientes com diferentes características de-

mográ�cas (WANG et al., 2023). Nessa avaliação, foram utilizadas imagens em TC e em

RM na ponderação T1 pós contraste. Para um número mediano de 2 lesões de tamanhos

medianos de 0,112 mLs, e com 56% dos tumores primários sendo de pulmão, os autores

encontraram um valor de DSC por lesão médio de 0,723, com HD de 7,34% do tamanho

do tumor e com um número de falsos positivos de 0,72 por paciente. Além disso, a sensi-

bilidade encontrada foi de 99,07%, 97,59% e 96,2% para tumores de tamanhos maiores ou

iguais a 10 mm, 7,5 mm e 5 mm, respectivamente. Assim, os autores con�rmam que esse

modelo, já aprovado pelaFood and Drug Administration, está apto para uso na prática

clínica.

Em uma abordagem diferente, ao utilizar um modelohypergraph-based neural-like

(HNN) P systeminspirado nos modelosautoencoder, Xue et al. (2023) desenvolveram um

modelo que realiza a implementação de 3 regras para a segmentação de imagens médicas,

que envolvem a atribuição de valores de classe para cadapixel e, após inicialização das

imagens elabels, o HNN P System realiza operações similares às da U-Net, em que um

mecanismo deattention é utilizado, junto à função de perda CE (XUE et al., 2023). A

última regra do modelo é o acumulo despikespara osoutputs da rede, até um número

previamente de�nido e, após votação por maioria, o resultado �nal é obtido. Para esse

treino, foi utilizado o otimizador Adam, comlearning rate de 0,003 e decaimento expo-

nencial após 500 iterações, em um total de 80000 iterações. Foi utilizadodropout de 0,7,
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um batch sizede 8 e validação cruzada em 4folds. Dessa forma, os autores chegaram em

resultados de DSC de0; 836� 0; 054 para a segmentação de metástases cerebrais, com

uma precisão de0; 848� 0; 074e sensibilidade de0; 836� 0; 087, superando outros modelos

da literatura.

Shu et al. (2023) desenvolveram uma rede chamadaDeep Slice-Crossedcom o

intuito de melhorar a acurácia da segmentação de micrometástases. Nessa rede 2D, foi

utilizada uma função de perda denominadaLocal Weighted Loss, que coloca pesos dife-

rentes para tamanhos diferentes de lesões, de modo a aumentar a in�uência de metástases

de menor tamanho (SHU et al., 2023). Sendo assim, os autores realizaram o treino com

o otimizador Adam por 200 épocas e comcallback early stoppingcom paciência de 20

épocas. Obatch sizefoi de 48 eweight decayde 5 � 10� 4, esse também foi o valor para a

learning rate inicial, que teve taxa de decaimento de 0,98 a cada 4 épocas. Foi utilizado

Data Augmentation de ampliação e inversão aleatórios. O tamanho doinput foi de�nido

como256� 256e as imagens foram redimensionadas para esse tamanho antes de entrarem

no modelo. De modo geral, o modelo obteve um resultado de 0,896 para o coe�ciente Dice,

com sensibilidade de 0,90 e precisão de 0,892. Além disso, os autores avaliaram diferentes

funções de perda no banco de dados BMS, e concluíram que a função proposta foi superior

em até 3% comparada às outras funções utilizadas em outros estudos, como a Dice ou a

Tversky.

Combinando as informações do status de mutação do receptor do fator de cresci-

mento epidérmico e segmentação do GTV, Zhouet al. (2023) propõem uma redemulti-

scale self-attention encoderseguida por uma rede híbrida formada por uma CNN e um

Transformer para a multi-tarefa de segmentar o tumor e classi�cá-lo em seu status de

mutação (ZHOU et al., 2023). A função de perda multi-tarefas também foi empregada,

de modo a otimizar as duas tarefas simultaneamente. Essa função consiste na combinação

das funções de perda Dice somada à função de entropia cruzada focal com ponderação de

4� 10� 5 para a segmentação e a função perda de entropia cruzada para a tarefa de classi-

�cação. Essa combinação possui parâmetros que são ajustados através do método baseado

em incerteza, que divide o valor de cada função de perda pelo quadrado dos parâmetros

de treino de cada tarefa e soma o valor do logaritmo desses parâmetros multiplicados.

Assim, foi utilizado o otimizador Adam comlearning rate de 3� 10� 4 com early stopping

de paciência de 20 épocas. Dessa maneira, os autores encontraram um valor para o DSC

de 0,89 para a segmentação do GTV no teste interno e 0,85 para o teste externo. Além

disso, para o teste interno, os autores encontraram uma HD de 3,58 mm, precisão de 0,91

e sensibilidade de 0,90.

Com a intenção de minimizar o número de falsos positivos, utilizar uma quantidade

menor de sequências em RM e dar informações sobre as regiões de necrose tumoral, Son

et al. (2023) desenvolveram a rede RLK-UNet, que foi treinada com imagens em RM na



Capítulo 4. Revisão da Literatura 51

ponderação T1Black Bloodde 128 pacientes, e foi avaliada em um conjunto de 58 pacientes

para as métricas de sensibilidade, precisão e DSC (SON et al., 2023). Esse modelo tem

como base uma rede U-Net 3D com a adição demultiscale highlighting foregrounde pós

processamento para a remoção do plexo coroide e vasos sanguíneos, foi utilizada validação

em 5 folds e . Além disso, o modelo foi capaz de avaliar à resposta ao tratamento, que

concordou em 84% com os neurorradiologistas. Sendo assim, a sensibilidade encontrada

foi de 86; 90 � 4; 07, precisão de79; 60 � 6; 46, DSC de0; 66 � 0; 02 e com1; 76 � 0; 22

falsos positivos por exame.

Pareando as imagens separadas temporalmente em diferentes canais da imagem do

input, Hammeret al. (2024) salientam a importância de se obterem imagens defollow-up

dos pacientes que realizaram tratamento via SRS. Em seu estudo, os autores utilizaram

uma rede U-Net 3D denominada SimU-Net, que possui três canais, utilizando as duas

imagens separadas temporalmente em um período de no máximo 12 anos, e a máscara

de segmentação do primeiro exame. Os hiperparâmetros de treino não foram informados

pelos autores, que encontraram um valor para DSC de0; 90� 0; 10, precisão de0; 76� 0; 27

e sensibilidade de0; 94� 0; 16 (HAMMER et al., 2024).

Prezelskiet al. (2024) utilizam um algoritmo denominado METRO para acompa-

nhar as metástases cerebrais de pacientes que realizaramfollow-up após tratamento por

SRS (PREZELSKI et al., 2024). Esse algoritmo foi aplicado em imagens de RM ponde-

radas em T1 pré e pós contraste de 71 pacientes e tem como base uma CNN 3D. O foco

do estudo foi realizar a comparação uma a uma das segmentações do modelo com as seg-

mentações manuais realizadas pelos autores e foram avaliadas a classi�cação dos volumes

tumorais como estáveis, em crescimento, em decrescimento, imperceptíveis e sem resposta.

Além das métricas de classi�cação, não foram apresentadas métricas de performance de

segmentação do modelo.
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5 Materiais e Métodos

Esse estudo envolve a identi�cação e segmentação metástases cerebrais através

de Modelos deDeep Learning com imagens de RM. A Figura 11 ilustra um panorama

geral da pesquisa desenvolvida, onde é possível observar o �uxo de trabalho e as análises

realizadas.

Figura 11 � Fluxo de trabalho e análises realizadas nessa pesquisa.
Fonte: Autoria própria (2024)

Sendo assim, os bancos de dados utilizados nesta pesquisa são constituídos de paci-

entes diagnosticados com metástases cerebrais submetidos a tratamentos de radioterapia.

5.1 Bancos de dados

O primeiro banco de dados apresentado é oBrainMetShare (BMS) (GRØVIK et

al., 2020), que foi o único banco de imagens em RM disponível publicamente com ênfase

nas metástases cerebrais até a publicação de Ocaña-Tiendaet al. (2023) e Ramakrishnan

et al. (2024), que são os outros dois bancos de dados utilizados nesse estudo, denominados

por Ocaña-Tiendaet al. (2023) e TCIA, respectivamente. Cada um dos três bancos de

dados será detalhado nas próximas subseções.

5.1.1 BrainMetShare(BMS)

A principal base de dados deste trabalho é aBrainMetShare, BMS, disponibilizada

pela Stanford University School of Medicine(GRØVIK et al., 2020), que contém imagens

em RM de crânio de 156 pacientes, em quatro modalidades de aquisição, sendo elas: 3D

Cube (T1 pré contraste), 3D Cube CC (T1 pós contraste), BRAVO e FLAIR. Todas as

imagens foram pré-processadas para extração do cérebro, isto é, remoção da região do
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crânio e pele e, para 105 dos 156 pacientes, as máscaras de segmentação dos sítios me-

tastáticos foram realizadas em veri�cação cruzada por dois neurorradiologistas com 2 e 8

anos de experiência. Para os outros 51 pacientes, as máscaras de segmentação não foram

disponibilizadas, para que fossem feitas anotações por outros pro�ssionais para testar o

modelo, e não foram utilizadas nesse estudo. Sendo assim, foram utilizadas 72756 imagens

relativas aosslicesda imagem de RM dos 105 pacientes, que é constituído de um conjunto

de imagens 2D em sequência através e todo o volume cerebral. Essesslices estão todos

corregistrados para cada paciente, isto é, a numeração de cadaslice para cada sequência

representa a mesma região da posição espacial real do cérebro, o que é de grande impor-

tância para a aplicação do modelo, que necessita que as coordenadas virtuais dos tensores

que formam a imagem correspondam às mesmas coordenadas espaciais do cérebro. Um

exemplo dessesslices corregistrados do banco de dadosBrainMetShare está apresentado

na Figura 12, em que o mesmo índice deslice para o mesmo paciente representa o mesmo

corte transversal cerebral.

Figura 12 � Exemplos das imagens em PNG do bancoBrainMetShare.
Fonte: BrainMetShare, (2020)

Esse conjunto de dados será analisado e utilizado no desenvolvimento deste tra-

balho. Ademais, outras variáveis adicionais às imagens podem ser interessantes para o

treino de um modelo multimodal, como sexo, origem da metástase, número de nódulos

metastáticos, tamanho médio dos nódulos metastáticos, proporção de nódulos maiores

do que 10 mm, modelo da máquina de RM, Intensidade em Tesla do campo de RM,

resolução planar da RM, espessura da camada de RM em milímetros, idade, presença

de sintomas, status da doença primária, presença ou ausência de metástases em outros

órgãos, status neurológico do paciente, condição média do paciente, volume estimado do

tumor cerebral, número de tumores, histórico de WBRT e histórico de procedimento no

cérebro (NIRANJAN et al., 2019; CHO et al., 2020; GRØVIK et al., 2020).

5.1.2 The Cancer Imaging Archive(TCIA)

O banco de dados apresentado por Ramakrishnanet al. (2024) contém arquivos de

imagens em ressonância magnética 3D para 200 pacientes diagnosticados com metástases

cerebrais (RAMAKRISHNAN et al., 2024). Esse banco de dados é composto por imagens

de RM em formato Neuroimaging Informatics Technology Initiative(NIfTI) adquiridas
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em sequências FLAIR, T2, T1 antes e T1 depois da aplicação de contraste, além de

possuir as máscaras de segmentação realizadas por um estudante de medicina e validadas

por dois neurorradiologistas com mais de 7 anos de experiência. Os autores informam que

o número total de metástases desse dataset é 975, que foram adquiridas em diferentes

aparelhos, com diferentes intensidades de campo magnético indo de 1 Tesla até 3 Teslas.

Nesse banco de dados, são feitas três segmentações que correspondem à região de edema

peritumoral, identi�cado pela sequência FLAIR, a região de porções do tumor que estão

em estado de necrose, que não absorve contraste, e a região da lesão com absorção de

contraste, que geralmente envolve a região com necrose, conforme representado na Figura

13. Vale ressaltar que nos arquivos NIfTI, aslabels 0, 1, 2 e 3 das diferentes classes da

segmentação representam, respectivamente o fundo preto (BG), a região do tumor com

necrose, a região do edema peritumoral e a região tumoral com absorção de contraste.

Figura 13 � Exemplos das segmentações encontradas nodatasetdo TCIA, em que (a) é a
região com edema peritumoral (em verde) encontrada na sequência FLAIR,
(b) possui as marcações encontradas em T1 pós contraste para a região com
necrose (em vermelho) e a região tumoral com absorção de contraste (em
azul) e em (c) encontram-se as máscaras de segmentação.

Fonte: Ramankrishnan et al. (2024)

5.1.3 Ocaña-Tiendaet al. (2023)

O conjunto de dados disponibilizado por (OCAÑA-TIENDA et al., 2023) é com-

posto por 373 imagens em RM de 75 pacientes com um total de 260 volumes tumorais,

todas em formato NIfTI. Esse número de volumes tumorais são relativos aos 75 pacien-

tes e não para o conjunto de 373 imagens, cuja quantidade de volumes tumorais é de

591. Nesse banco de dados, todas as imagens foram obtidas utilizando-se a sequência T1

com contraste e as máscaras de segmentação de 154 dessas metástases foram realizadas

semi-automaticamente pela autora com auxílio de umsoftware, e foram revisadas por três

pro�ssionais com mais de 7 anos de experiência em RM, além de serem corrigidas por um

dos radiologistas da equipe de pesquisa. Além disso, o banco de dados fornece informações

morfológicas, radiômicas e de aquisição da imagem. Um exemplo de umslice e uma más-
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cara de segmentação do banco de dados de Ocaña-Tiendaet al. (2023) está apresentado

na Figura 14, em que é possível observar que há a presença de outras estruturas que não

fazem parte do cérebro e possui um aspecto ruidoso no fundo da imagem.

Figura 14 � Exemplo de umslice e sua respectiva máscara de segmentação de um paciente
do banco de dados de Ocaña-Tiendaet al. (2023)

Fonte: (OCAÑA-TIENDA et al., 2023)

5.2 Comparação entre os bancos de dados

A diferença entre os três bancos de dados serão descritas a seguir, e na Tabela

em que é possível observar a distribuição do número de volumes tumorais por paciente

(Figura 15) e o volume tumoral total por paciente (Figura 16). Nota-se que o banco de

dadosBrainMetShare possui um espectro mais amplo de volumes tumorais por paciente,

apresentado na Figura 15, porém sem apresentar diferenças para o valor do volume tumo-

ral total quando comparado com os outros bancos, pois se tratam de volumes tumorais de

menor volume individualmente, mas que somados possuem volumes tumorais totais com-

paráveis com os volumes tumorais totais dos outros bancos de dados, como evidenciado

na Figura 16.

Já o banco de dados de Ocaña-Tiendaet al. (2023) não possui uma padronização

no tamanho da imagem adquirida, e possui um baixo número de tumores por paciente,

com um volume tumoral total comparável com o dos outros bancos, indicando se tratar

de metástases maiores. Em relação ao tamanho das imagens, o banco de dadosBrain-

MetShare está disponível em duas versões, uma antiga cujo tamanho das imagens não

está padronizado e outra mais recente que possui imagens de tamanho256� 256� 150

voxels, o banco de dados do TCIA (RAMAKRISHNAN et al., 2024) apresenta imagens

de tamanho padronizados em240� 240� 155voxels, enquanto que o banco de dados de

Ocaña-Tiendaet al. (2023), não possui um tamanho padronizado e apresenta imagens até
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Figura 15 � Plot violino da quantidade de volumes tumorais encontrados por exame, nos
diferentes bancos de dados.

Fonte: Elaborado pelo autor (2024)

Figura 16 � Plot violino do volume tumoral total por exame, nos diferentes bancos de
dados.

Fonte: Elaborado pelo autor (2024)

uma ordem de grandeza maiores do que as imagens de seu próprio banco e dos outros

bancos.
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Na Tabela 3, encontram-se as informações de aquisição de imagem dos três ban-

cos de dados, sendo possível comparar as diferenças entre os bancos de dados, que se

apresentam com características de aquisição distintas.

Tabela 3 � Comparação dos parâmetros de aquisição dos três bancos de dados, em que os
parâmetros das 5 primeiras linhas apresentam os valores de mediana acompa-
nhada dos valores mínimo e máximo entre parênteses. TE - tempo de eco, TR
- tempo de repetição, N/A - informações não disponíveis. Os números entre
parênteses nas intensidades de campo indicam a quantidade de imagens para
cada intensidade.

Parâmetros BrainMetShare Ocaña-Tienda TCIA

TE (ms)
N/A
(3,24 - 136)

4,76
(1,51 - 16,74)

FLAIR : 92 (10 - 400)
T1pos : 3,1 (1,8 - 26,1)

TR (ms)
N/A
(8,24 - 6000)

11,00
(5,74 - 600,00)

FLAIR : 9000 (1700 - 12000)
T1pos : 1900 (5,9 - 2619,8)

Resolução de
pixel (mm)

0,94
(N/A - N/A)

0,5
(0,39 - 1,01)

N/A

Espessura
de slice (mm)

1
(N/A - N/A)

1,00
(0,49 - 2,00)

FLAIR : 5,00 (1,0 - 5,5)
T1pos : 1,0 (0,9 - 5,0)

Espaçamento
de slice (mm)

N/A
(1 - 1,6)

1,30
(0,90 - 4,00)

FLAIR : 5,0 (0,0 - 7,5)
T1pos : 0,0 (0,0 - 7,0)

Resolução
(pixels)

256 x 256
512 x 512

240-640 x 240-640 240 x 240 x 155

Sequências
T1 CUBE pré/pós
BRAVO
FLAIR

T1 pós
T1 pré/pós
T2
FLAIR

Intensidade
de Campo (T)

1,5 (18)
3,0 (138)

1,0 (8)
1,5 (550)
3,0 (35)

1,0 (4)
1,5 (113)
3,0 (83)

Fornecedores
(quantidade)

GE
Siemens

GE (225)
Philips (197)
Siemens (171)

Siemens (158)
General Electric (31)
Philips (7)
Hitachi (4)

Fonte: Autoria Própria.

5.3 Pré-Processamento

5.3.1 BrainMetShare (BMS)

O antigo banco de dadosBrainMetShare era composto apenas pelas imagens PNG.

Dessa forma, foi necessário realizar estimativas com base em aproximações em torno de

uma média de volume do cérebro humano para estimar o volume cerebral da imagem com

base nessa média. Para a informação do volume total cerebral, assumimos que todas as

imagens dos 105 pacientes possuíam um tamanho padrão, encontrado em literatura como
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sendo1093� 111 cm3 (AKERET et al., 2021), 1380� 114 cm3 (FILIPEK et al., 1994),

1290� 148cm3 (HAMMERS et al., 2003) e1180� 112cm3 (LANCASTER et al., 2010).

A média dos valores e sua incerteza é dada por1236� 245 cm3. Esse será o valor de

referência utilizado nas estimativas do tamanho das metástases na seção dos resultados

para o banco de dados BrainMetShare no formato PNG.

Por outro lado, o banco de dados BMS mais recente, que está em formato NIfTI,

possui as informações de volume anotadas no arquivo NIfTI, que serão utilizadas para a

de�nição dos volumes. Apesar de possuírem as imagens cerebrais, tanto o banco antigo

quanto o mais recente foram discriminados como dois bancos de dados distintos para �ns

de comparação da metodologia e para saber se há in�uência do tipo de arquivo utilizado.

5.3.2 Ocaña-Tienda

O banco de dados disponibilizado por Ocaña-Tiendaet al. (2023) possui imagens

sem a realização da extração cerebral, isto é, contém regiões do crânio, cartilagens e pele

dos pacientes. Por isso, foi realizada a operação de extração cerebral neste banco de dados

para alcançar uma padronização dos dados, já que todas as imagens dos outros dois bancos

de dados,BrainMetShare e TCIA, são constituídas de regiões cerebrais extraídas.

Para realizar essa tarefa, foram utilizadas duas estratégias distintas, oFMRIB

Software Library Brain Extraction Tool (FSL-BET) em suas con�guraçõesDefault e a

biblioteca HD-BET em Python (ISENSEE et al., 2019), essa segunda utiliza um modelo

de CNN treinado para realizar a extração cerebral e retorna as imagens em formato NIfTI

junto das máscaras de segmentação da extração realizada, também em formato NIfTI.

Para realizar esse processamento, foi necessário compactar as imagens NIfTI originais do

banco de dados para o formato gzip (.gz), uma vez que o HD-BET somente realiza a

extração de arquivos NIfTI compactados em formato gzip (.nii.gz), que foi realizado pelo

software 7-Zip em sua con�guraçãoDefault de compactação. Após utilizar as duas estra-

tégias, foi optado pelo uso da biblioteca HD-BET (ISENSEE et al., 2019), uma vez que os

resultados da extração cerebral foram qualitativamente mais coerentes com o esperado,

conforme apresentado na Figura 17, que contém um exemplo dos resultados obtidos com

as duas estratégias, bem como a imagem original. Nesse exemplo, o paciente foi esco-

lhido arbitrariamente, e o padrão de extração mais agressivo pelo FSL-BET também foi

veri�cado nas imagens de outros pacientes.

5.3.3 The Cancer Imaging Archive(TCIA)

Como as máscaras da segmentação fornecidas por Ramakrishnanet al. (2024)

possuem diferentes classes de segmentação, foi necessário remover a região com edema

peritumoral, identi�cado pela label 2 no arquivo NIfTI. Dessa forma, apenas as regiões
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Figura 17 � Planos axial, sagital e coronal originais, com o uso dosoftware FSL-BET e
com o uso da biblioteca HD-BET para a extração cerebral na etapa de pré-
processamento do banco de dados de Ocaña-Tiendaet al. (2023).

Fonte: Elaborado pelo autor (2024)

tumorais com absorção de contraste e com necrose foram consideradas e unidas em uma

mesma classe de de segmentação, conforme indicado na Figura 18. Isso foi realizado,

porque os outros bancos de dados não fornecem as máscaras de segmentação da região

com edema peritumoral, e apresentam as regiões tumorais com necrose e com absorção de

contraste como uma única região. Sendo assim, esse procedimento foi realizado para que

esse banco de dados pudesse ser compatível com as análises realizadas nos outros bancos

de dados que possuem a máscara de segmentação em classes binárias para regiões com

presença de tumor e com ausência de tumor.

5.4 Modelos de Segmentação

Nesta seção, serão apresentados os três modelos da literatura utilizados neste es-

tudo: Met-Seg (OTTESEN et al., 2023), AURORA (BUCHNER et al., 2023) e Raidionics

(BOUGET et al., 2023).
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Figura 18 � Exemplo do pré-processamento em que ocorre a remoção da região de edema
peritumoral da máscara de segmentação das imagens do banco do TCIA.

Fonte: Elaborado pelo autor (2024)

5.4.1 Met-Seg

O modelo desenvolvido por Ottesenet al. (2023) denominado Met-Seg, é resultado

de uma adaptação e avaliação de modelos de CNNs com arquiteturas de rede HRNetV2

2.5D e 3D comdecoder em formato de U-Net na tarefa de segmentação de metástases

cerebrais e que envolveu o uso de dois bancos de dados do Hospital da Universidade de

Oslo (OUH, do inglêsOslo University Hospital) e o BrainMetShare (OTTESEN et al.,

2023).

Esse modelo foi treinado apenas com imagens de 110 pacientes (100 para treino

e 10 para validação) do banco de dadosBrainMetShare e foi testado no banco de dados

OUH, externo ao treino, e os resultados para as duas arquiteturas foram comparadas entre

si e com uma outra arquitetura de referência, a nnU-Net (ISENSEE et al., 2021). Nessa

comparação, os autores encontraram uma melhor performance para o modelo 3D, que foi

disponibilizado no GitHub1 junto com os parâmetros do modelo treinado e o código para

aplicação em linguagem de programaçãoPython.

O formato da imagem compatível com esse modelo é a NIfTI (.nii ou .nii.gz) e

não possui restrição de tamanho de imagem. Além disso, o modelo possui a opção de

inferência comDropout em nível deInput, isto é, é possível remover uma ou mais sequên-

cias de RM para realizar a segmentação �nal. No entanto, são limitadas a combinações

envolvendo as sequências ponderadas em T1 pré e pós aplicação de contraste, BRAVO

e a sequência ponderada em T2 FLAIR, que estão no padrão de aquisição do banco de

dadosBrainMetShare.

5.4.2 AURORA

O modelo AURORA foi desenvolvido por Buchneret al. com o intuito de reali-

zar a segmentação de GTVs para o planejamento radioterápico de metástases cerebrais,
1 https://github.com/JonOttesen/Met-Seg
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visando acelerar os processos envolvidos no delineamento e minimizar sua variação nos

planejamentos radioterápicos (BUCHNER et al., 2023).

Para o treino desse modelo, que tem como base a arquitetura U-Net 3D, foram

utilizadas imagens de 348 pacientes (260 para treino e 88 para validação) em ponderação

T1 pré e pós aplicação de contraste, e também na ponderação T2 e T2 FLAIR. O modelo

treinado foi disponibilizado no GitHub2, junto com o código que permite sua aplicação

em linguagem de programaçãoPython. Para a inferência, os parâmetros de�nidos pelo

usuário doinferer foram utilizados da seguinte maneira: otest time augmentationsigual

a True com sliding window batch sizeigual a 8 e uso decuda devicesigual a "0".

Assim como o Met-Seg, o modelo AURORA também realiza segmentações de al-

gumas combinações das sequências, porém é mais limitado na quantidade de combinações

quando comparado ao Met-Seg. O formato da imagem compatível com esse modelo tam-

bém é a NIfTI (.nii ou .nii.gz) e não possui restrição de tamanho de imagem.

5.4.3 Raidionics

O modelo Raidionics, desenvolvido por Bougetet al. (2023) possui uma interface

grá�ca do utilizador que realiza segmentações automáticas de regiões tumorais pré e pós

operatórias nos principais tipos de tumores cerebrais, como glioblastomas, gliomas de

baixo grau, meningiomas e metástases (BOUGET et al., 2023). Essa interface é amigável

aos pro�ssionais que não possuem experiência em linguagens de programação e facilita

a aplicação na prática clínica. Osoftware e os pesos de alguns modelos treinados foram

disponibilizados no GitHub3, porém não se encontra disponível o algoritmo de treino

utilizado pelos autores.

Nessa interface, o usuário seleciona o tipo da sequência da imagem e seleciona qual

a sequência de RM utilizada na aquisição, se é uma segmentação pré ou pós operatória e

qual o tipo de tumor para segmentação. O formato da imagem compatível com esse modelo

é a NIfTI (.nii ou .nii.gz) e DICOM, também sem restrição de tamanho de imagem. Após

a inferência, osoftware gera um arquivo NIfTI com o resultado da segmentação.

Para esse modelo em especí�co, só foi possível realizar as segmentações de me-

tástases nas imagens ponderadas em T1 com contraste, pois ao realizar o processo de

predição para as outras modalidades disponíveis pelosoftware (T1. T2 e FLAIR) não

eram geradosoutputs das segmentações. Como o banco de dados de Ocaña-Tiendaet al.

(2023) é composto apenas de imagens T1 com contraste, foi conveniente utilizar apenas

as imagens T1 com contraste dos outros bancos para a inferência.

Um outro aspecto desse modelo é que não foi possível realizar as predições para o
2 https://github.com/BrainLesion/AURORA/
3 https://github.com/raidionics/Raidionics
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banco de dadosBrainMetShare em seu formato nativo PNG, pois a conversão do diretório

com as imagens em formato PNG para um arquivo em formato NIfTI gerou um erro no

software, que indicava que o arquivo não fora carregado corretamente. Por esse motivo a

aplicação desse modelo em especí�co não foi realizada nesse banco de dados. Além disso,

para um dos exames do banco de dados de Ocaña-Tiendaet al. (2023), o mesmo erro se

repetiu e, para �ns de comparação dos resultados com os outros modelos, o dado faltante

foi preenchido com a média dos dados realizado para todos os exames desse banco de

dados, já que deixar o dado em branco resultaria em erros de leitura dosdataframes

que exigiam um mesmo tamanho para o vetor de dados. Essa abordagem, no entanto,

não implica em diferenças signi�cativas para a análise geral, visto que a quantidade de

exames desse banco de dados é a maior entre todos os bancos.

5.4.4 Proposição de um modelo de segmentação

Tendo em vista que o objetivo deste trabalho é realizar o delineamento automático

de regiões tumorais, as imagens e respectivas máscaras de segmentação obtidas dos paci-

entes submetidos a exames de RM foram utilizadas para o treinamento de CNNs. Para o

treinamento, foi utilizado o BrainMetShare de Stanford, separado por tipo de Sequência

de Pulso (SP), constituído por 18.189 imagens de cada tipo de ponderação, das quais

80% (17.546) foram utilizadas para treino e 20% (643) para validação. Foi realizada a

variação dos hiperparâmetros de cada CNN, totalizando seis modelos treinados para cada

SP. Assim, foi possível realizar a avaliação de qual SP apresenta uma melhor e�ciência na

detecção de metástases cerebrais.

A partir desse resultado, as melhores SP foram colocadas nos canais RGB da

imagem deinput da CNN, resultando em uma única imagem com informações sobre as

três diferentes SP de melhor relevância para a classi�cação de metástases cerebrais.

Dessa maneira, com a troca dos hiperparâmetros e das arquiteturas de rede, obteve-

se métricas que sejam próximas ou melhores das encontradas em literatura, de modo a

classi�car a melhor maneira de realizar a segmentação de metástases cerebrais através does

coe�cientes Dice e Distância de Hausdor�. Um �uxograma com as etapas de aquisição,

treino e análise de resultados está descrita no �uxograma da Figura 19.

A CNN utilizada foi uma U-Net 2D para imagens de tamanho de256� 256pixels

em três canais RGB, em que oinput da rede contou com a atribuição do valor médio

entre os canais de cadapixel para cada canal doinput. Dessa forma, foi possível colocar

imagens de três sequências de pulso em uma mesma imagem, pois cada canal da imagem

do input representava uma modalidade de imagem. A rede U-Net possui um formato

encoder-decodersemelhante à letra U, com a etapa deencoder composta por três blocos

de duas convoluções seguidas por uma camada dedownsampling, e na etapa dedecoder

possui quatro blocos de duas convoluções seguidas por uma camada deupsampling. Cada
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Figura 19 � Fluxograma dos passos metodológicos.
Fonte: Autoria própria.

convolução é iniciada por uma camada de ativação com função de ativaçãoRecti�ed linear

units e �nalizada com uma camada deBatch Normalization e, após as duas convoluções,

são aplicadas uma camada deMax Pooling seguida de uma camada residual que será

alimentada nos blocos dodecoder, conforme ilustra a Figura 20.

Figura 20 � Diagrama da rede U-Net
Fonte: (RONNEBERGER et al., 2015)

De acordo com (KARIMI et al., 2021), o treino do modeloFully Convolutional

Network no formato encoder-decoder, que é o caso da U-Net, possui resultados similares

quando os pesos doencoder são congelados em valores iniciais aleatórios ou quando são
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pré-treinados, e apenas os pesos dodecodersão necessários passar pelo treino na tarefa

de segmentação para imagens médicas.

Dessa forma, utilizando um modelodummy formado por pacientes do banco de

dadosBrainMetShare sem a aplicação de técnicas deData Augmentantion ou Transfer

Learning avaliamos a in�uência da função perda nos resultados do modelo. Esse modelo

dummy possui umbatch sizede 32 amostras, foi treinado por número máximo de épocas

igual a 200, a qual nunca foi alcançada devido ao uso dacallback earlystopping, que pausa

o treino quando não há melhorias na métrica de controle por 10 épocas consecutivas, outra

callbackutilizada foi a reduceLRonplateaude paciência de 3 épocas e fator de redução de

0,2, que diminui em 20% o valor dalearning rate a cada 3 épocas caso não haja melhorias

na métrica de controle. O formato da rede utilizada foi uma U-Net (RONNEBERGER

et al., 2015), com 2 blocos de convolução com ativação ReLU eBatch Normalization,

seguidos por uma camada deMaxPooling/ UpSampling.

Após isso, o modelo foi aprimorado para o uso deData Augmentation, e o uso de

transfer learning não foi realizado devido à diferença na arquitetura de rede. As trans-

formações utilizadas contaram com as características de rotação aleatória de no máximo

90 graus para a direita ou para a esquerda, deslocamento de até 10% para as quatro

direções no eixo x-y, e inversão horizontal, todas as transformações possuíam 50% de

probabilidade de ocorrer, um exemplo dessas transformações está apresentado na Figura

21. Essas transformações representam as diferentes formas de variações que ocorrem na

prática clínica, e a transformação de inversão horizontal leva em consideração a simetria

bilateral do cérebro.

Figura 21 � Exemplo das transformações de Data Augmentation aplicadas em duas ima-
gens de treino da rede neural.
Fonte: Autoria própria com imagens do banco BMS (GRØVIK et al., 2020)
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5.5 Análise e Validação dos Modelos

A validação do modelo é um passo importante para garantir a generabilidade do

modelo. Os modelos treinados serão validados utilizando-se tanto subconjuntos de teste

do banco de imagens do treinamento quanto de outros bancos de imagens, para que seja

realizada a validação externa. Dessa maneira, foram comparadas as métricas de avaliação

de performance para cada um dos modelos nos diferentes conjuntos de validação.

Para o banco de dados utilizado no treino,BrainMetShare (GRØVIK et al., 2020),

foi utilizado o método k-folds de validação cruzada, que consiste na separação em um

número k de partes, oufolds, do conjunto de dados, reservando uma dessas partes sem

a qual o treino é realizado. Assim, é possível utilizar a parte reservada para a validação,

e o treino é realizado um número k de vezes, reservando uma vez cada um dosfolds e

comparando as métricas obtidas ao �nal de cada treino (CHOLLET, 2017), como está

apresentado na Figura 22. Apesar de ter um maior custo computacional devido à maior

quantidade de treinos, essa técnica é amplamente utilizada em literatura (LIU et al., 2017;

DIKICI et al., 2020; XUE et al., 2020; PENNIG et al., 2021; PARK et al., 2021b).

Figura 22 � Validação cruzada emk-folds para k = 3.
Fonte: Adaptado de (CHOLLET, 2017)

Para a validação da generabilidade e robustez do modelo, serão realizados treinos

com os conjuntos de dados distintos (GRØVIK et al., 2020; OCAÑA-TIENDA et al.,

2023) de forma independente, a �m de avaliar a aplicação de um modelo treinado com os

dados de umdataset em outro e vice-versa.

Outra forma de avaliar a abrangência do modelo é através da subamostragem em

grupos com características diferentes, como por exemplo, a instituição e aparelhos em que

foram obtidas as imagens ou a quantidade, tamanho e volume das metástases cerebrais

analisadas. Essa análise deve ser realizada para avaliar os efeitos de localidade dodataset,

que pode trazer resultados bons para um conjunto de dados do mesmo local mas ruins para

um conjunto de dados de outro local. Também é possível avaliar os efeitos do tamanho da

lesão cerebral, pois as metástases cerebrais de menor volume são mais difíceis de serem

encontradas, e o DSC para esse subgrupo é menor do que para subgrupos de metástases
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maiores (BOUSABARAH et al., 2020). Assim, será possível ter um modelo treinado para

cada subgrupo de metástases, que poderão passar por uma rede de identi�cação antes

de serem colocadas na rede de segmentação, cuja performance será medida através dos

coe�cientes Dice, FPP e IoU para comparação com a literatura.
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6 Resultados e Discussão

A apresentação dos resultados se iniciará com o a apresentação das contagens

de volumes tumorais para cada banco de dados através do algoritmo de contagem de

metástases, seguida pelas análises de performance dos três modelos e também a análise

doschecklistsCLAMP e CLAIM para as publicações envolvendo esses modelos. Após essa

análise, será apresentado o desenvolvimento do modelo de segmentação proposto.

6.1 Algoritmo de contagem de metástases

A �m de veri�car a quantidade de falsos positivos e de falsos negativos para a

detecção de volumes tumorais, foi realizada uma contagem da quantidade de volumes

tumorais por paciente, isto é, a quantidade devoxelspresentes tanto nas máscaras de seg-

mentação desenhadas por pro�ssionais da área (GT, do inglêsGround Truth) quanto nas

máscaras das predições dos modelos. A informação do número total de volumes tumorais

está presente nos artigos de Ottesenet al. (2023), Ocaña-Tiendaet al. (2023) e Rama-

krishnan et al. (2024). No entanto, essa quantidade descrita em cada estudo é divergente

da quantidade de volumes tumorais que estão disponibilizadas nos bancos de dados, o que

di�culta a replicação dos resultados de cada estudo.

Como as informações sobre o número de metástases cerebrais eram limitadas,

sendo o banco de Ocaña-Tiendaet al. o único que apresentou a quantidade de volumes

tumorais por exame, foi necessário implementar um algoritmo para a contagem desses

volumes tumorais para os outros bancos de dados. Para isso, foi utilizado o código em

linguagem Python para a contagem devoxels desconexos, utilizando a funçãolabel da

biblioteca scipy.ndimagee o código está disponibilizado no Apêndice A. Esse algoritmo

necessita de um valor de tamanho mínimo de umcluster para contabilizá-lo, e esse valor

de tamanho decluster mínimo foi considerado como aquele formado por um conjunto de

6 voxelspor default.

Esse tamanho mínimo foi de�nido uma vez que o banco de dados de Ocaña-Tienda

et al. (2023) possuía três etiquetas na máscara de segmentação para cada volume tumoral

segmentado, correspondendo às regiões de fundo (label 0), região com contraste (label N1)

e região de necrose tumoral (label N2), em que a letra N representa o índice da metástase.

Essas duas etiquetas correspondentes à região tumoral foram uni�cadas, e em seguida

foram contadas a quantidade de etiquetas N presentes na imagem 3D. Dessa maneira,

foi possível estabelecer a quantidade exata de volumes tumorais desse banco de dados,

e o algoritmo para a contagem devoxels desconexos foi calibrado para desconsiderar a

contagem de ruído, que obteve o melhor resultado ao ignorarclusters de voxelsconsti-
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Tabela 4 � Contagem da quantidade (Qtd.) declusters para o banco de dados de Ocaña-
Tienda et al. (2023) bem como a quantidade de acertos do número declusters
por paciente (TP); Os valores 591 e 373 representam os valoresGround Truth
(GT), e vx indica o tamanho mínimo dovoxel para ser incluído na contagem

GT � 1vx � 2vx � 3vx � 4vx � 5vx � 6vx � 7vx � 8vx
Qtd. / 591 662 607 598 595 592 590 587 584
TP / 373 328 358 366 368 369 370 368 367

Fonte: Autoria Própria.

tuídos por menos do que 6voxels. Essa calibração foi realizada para que fosse de�nido

a quantidade mínima devoxels para contagem declusters pelo algoritmo e, na Tabela

4, encontram-se os valores da quantidade total de volumes tumorais identi�cados pelo

algoritmo para cada uma das considerações de tamanho mínimo devoxels por cluster,

junto com a quantidade de acertos em cada uma delas. Essa metodologia de contagem

também foi empregada no banco de dados do TCIA, que possui 975 volumes tumorais

segmentados (RAMAKRISHNAN et al., 2024), e resultou em um total de 993clusters de

tamanhos maiores ou igual a 5voxels, 981 clusters de tamanhos maiores ou iguais a 6

voxelse 966clusters de tamanhos maiores ou iguais a 7voxels, o que concordou com a

contagem para o banco de Ocaña-Tiendaet al. (2023).

Além disso, o grá�co na Figura 23 indica a soma acumulada da quantidade de

volumes tumorais encontrados utilizando o algoritmo para diferentes tamanhos mínimos

de clusters, em comparação com a anotação realizada por Ocaña-Tiendaet al. (2023).

Figura 23 � Soma acumulada do número de volumes tumorais por exame, identi�cados
pelo algoritmo de contagem declusters para o banco de dados de Ocaña-
Tienda et al. (2023).

Fonte: Autoria própria.

Dessa forma, foram considerados todos osclusters formados por mais do que 6

voxels, incluindo conjuntos formados por 6voxels. A escolha para esse tamanho mínimo foi

feita por ser uma medida conservadora, já que é mais seguro a presença de falsos positivos
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do que falsos negativos para o número declustersidenti�cados por paciente. Somado à isso,

vale salientar que a contagem do número declusters realizada para o banco de dados do

TCIA apresentou uma diferença signi�cativa para os tamanhos mínimos de 5 e 6voxels,

com erros percentuais de0; 6% e 1; 8% em relação à quantidade de volumes tumorais

descrita por Ramakrishnanet al. (2024) e, por esse motivo, escolheu-se a contagem com

o número mínimo devoxelssendo igual a 6.

Os resultados da contagem para as máscaras GT para todos os bancos de da-

dos estão apresentados na Tabela 5. Vale a observação de que não houve alteração dos

resultados obtidos variando-se os estruturantes volumétricos da funçãolabel que descon-

sideram conexões diagonais (em cruz) e que consideram conexões diagonais (em cubos).

Nessa tabela, o número mínimo de 6voxelsfoi considerado para contagem dosclustersou

volumes, e a quantidade de volumes segmentados de tamanhos menores do que 6voxels

estão representados entre parenteses. Note que esses volumes foram considerados como

ruído e não foram adicionados à contagem declusters. A partir dos dados apresentados

nessa tabela, é possível interpretar que em relação ao número de volumes tumorais, o

modelo Met-Seg foi o que mais se aproximou do esperado para o banco de dados do

BrainMetShare, o que é de se esperar para o modelo treinado com esse banco de dados. Já

para os outros bancos, o modelo Met-Seg apresentou uma contagem superestimada dos

clusteres, o que signi�caria na prática da radioterapia um aumento desnecessário da dose

de radiação total, e essa dose extra seria aplicada em tecidos sadios. Já para os modelos

AURORA e Raidionics, ambos apresentaram uma contagem sobrestimada para o banco

de dadosBrainMetShare, o que pode ser explicado pela grande quantidade de metástases

de menor volume individual e a di�culdade desses modelos em realizar a segmentação des-

ses volumes tumorais pequenos, resultado esse que também pode ser observado quando

esses modelos são aplicados no banco de dados do TCIA. Já para o banco de dados de

Ocaña-Tiendaet al. (2023), o modelo AURORA teve uma performance parecida com a do

modelo Met-Seg, superestimando o valor da contagem, e com uma quantidade excessiva

de ruído de 1560clusters, o que pode ser muito perigoso para a prática da radioterapia.

Por sua vez, o modelo Raidionics teve a melhor performance nesse mesmo banco de dados,

com um resultado para a contagem cerca de três vezes menor do que para os outros dois

modelos, apesar de realizar uma contagem de cerca de 43% maior em relação ao esperado.

A partir do uso desse algoritmo, foi possível extrair algumas das informações com-

plementares às imagens que também podem ser importantes para a tarefa de segmentação,

conforme foram apresentadas por Niranjanet al. (2019) e Choet al. (2020), sendo elas a

contagem do número de nódulos metastáticos, tamanho médio dos nódulos metastáticos

e volume estimado do tumor cerebral para os três bancos de dados.

Além dessa contagem, foi possível realizar a contagem dos valores de tamanho de

metástase para cada tumor isolado, bem como o volume tumoral total em cada um dos
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Tabela 5 � Número de volumes considerados para cada um dos arquivos de segmenta-
ção, os números entre parênteses são as quantidades de volumes formados por
menos do que 6voxels, que foram considerados como ruído e não foram incluí-
dos na contagem.Ground Truth é a anotação feita por radiologistas, Met-Seg
(OTTESEN et al., 2023), AURORA (BUCHNER et al., 2022) e Raidionics
(BOUGET et al., 2023) são os modelos de redes neurais. *Não foi possível car-
regar um paciente no modelo Raidionics, com um volume tumoral, do banco
de Ocaña-Tiendaet al. (2023).

BMS Ocaña-Tienda TCIA
Ground Truth 1354 (354) 590 (72) 981 (190)
Predição Met-Seg 1067 (118) 2234 (148) 1928 (292)
Predição AURORA 290 (56) 2381 (1560) 510 (150)
Predição Raidionics 312 (40) 841 (87)* 469 (81)

Fonte: Autoria Própria.

Tabela 6 � Valores médios para a contagem de volumes tumorais, o volume tumoral total
(V total ) e a mediana do volume tumoral individual (Vmediano ) para os bancos
de dados BMS, TCIA e Ocaña-Tiendaet al. (2023).

Banco Contagem V total (mL) V mediano (mL)
BMS PNG 14� 27 5; 1 � 11; 3 1; 05� 5; 63
BMS NIfTI 14� 26 3; 5 � 6; 8 0; 63� 2; 56

TCIA 5 � 7 10; 3 � 13; 8 4; 36� 9; 71
Ocaña-Tiendaet al. (2023) 2 � 1 4; 9 � 6; 6 3; 40� 4; 65

Fonte: Autoria Própria.

exames dos bancos de dados. Sendo assim, na Tabela 6 encontram-se os valores médios

com seus desvios padrões para a quantidade de tumores por exame, o volume tumoral total

por exame e a mediana do tamanho individual de cada volume tumoral por exame, onde

é possível observar diferenças signi�cativas entre os bancos de dados, como a presença

de maiores quantidades de volumes tumorais por exame para o banco de dados BMS,

um maior volume tumoral total para o banco de dados do TCIA, e um volume mediano

menor do que 1 mL para o banco de dados BMS, em seu formato NIfTI. Dessa forma,

podemos resumir o banco de dados BMS como sendo um banco formado por poucos

exames, que contém um grande número de pequenas lesões, enquanto que o banco de

dados de Ocaña-Tiendaet al. (2023) possui uma grande quantidade de exames, sendo que

cada exame contém uma ou duas lesões de tamanhos medianos. Ambos esses bancos de

dados possuem um volume tumoral total de cerca de 5 mLs. Por �m, o banco de dados

do TCIA possui uma quantidade intermediária de exames, que contém uma quantidade

intermediária de volumes individuais, que são de tamanhos parecidos com os tamanhos dos

volumes de Ocaña-Tiendaet al. (2023), porém com um volume tumoral total equivalente

ao dobro (10 mLs) dos volumes totais dos outros dois bancos de dados.
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6.2 Análise dos modelos da literatura

6.2.1 Modelo MetSeg, desenvolvido por Ottesenet al. (2023)

O modelo previamente treinado que foi disponibilizado por Ottesenet al. (2023)

e chamado de Met-Seg foi testado com os arquivos do banco de dados BMS, TCIA e

Ocaña-Tiendaet al. (2023). O banco de dados BMS também foi utilizado pelos autores

para o treinamento do modelo. Nesse estudo, foi feita a remoção de 51 dos 156 pacientes

do banco de dados, pois as segmentações desses 51 pacientes não estavam disponíveis

publicamente, sendo esse o principal fator que impede a replicação exata da metodologia

de Ottesen et al. (2023). Na Tabela 7 estão apresentados os valores do coe�ciente de

similaridade Dice apresentado pelos autores (OTTESEN et al., 2023), e também quando

aplicado aos 105 pacientes do banco de dados. Em seu trabalho, Ottesenet al. (2023)

calculam os valores de DSC médio porslice da imagem 3D (swDSC, do inglêsslicewise

Dice Coe�cient Score ), e nos casos em que a máscara de segmentação doslice é composta

unicamente depixels pretos, isto é, não possui metástase noslice, o valor para o swDSC

é calculado como igual a 1 caso a predição do modelo esteja totalmente correta, isto é,

a predição é umslice formado exclusivamente depixels pretos, que são os verdadeiros

negativos.

Tabela 7 � Métricas de performance do coe�ciente Dice médio por slice (swDSC) para
o caso considerando-se o fundo (BG) e descondiderando-se o fundo (noBG),
sensibilidade geral (Sens.), sensibilidade por paciente (Sens./pat.) e falsos po-
sitivos por paciente (FP/pat.) para as predições com todas as modalidades
presentes do banco de dadosBrainMetShare.

Estudo swDSC BG swDSC noBG Sens. Sens./pat. FP/pat.
Ottesen et al. (2023) 0,84± 0,13 - 0,71 0,84± 0,18 3,2± 6,5

Calculado 0,81± 0,13 0,40± 0,16 0,61 0,74± 0,31 3,3± 3,4
Fonte: Autoria própria.

Na Tabela 7, também se encontra um valor de coe�ciente Dice desconsiderando-se

os verdadeiros negativos (noBG, do inglês,no background), esse coe�ciente Dice corrigido

representa uma métrica mais representativa da e�ciência do modelo. Isso porque o valor do

coe�ciente Dice dado pela Equação 14 não leva em consideração os verdeiros negativos em

seu cálculo e adicionar os acertos de predições debackgroundtendem a aumentar o valor

de swDSC, mesmo em situações nas quais o modelo não é e�ciente. Por exemplo, para o

banco dadosBrainMetShare o número deslices para todos os pacientes é igual a 18189,

sendo que desses 4632 possuem metástases e 13557 não possuem metástases. Dessa forma,

em uma situação hipotética em que um algoritmo nunca treinado, cuja única função seja

realizar a predição deslices pretos, acertaria 13557 das 18189 predições, e seu swDSC

teria o valor de 13557
18189 = 0; 74534059046, o que é um valor com cerca de 10% de variação

dos resultados apresentados pelos autores (OTTESEN et al., 2023). Por essa razão, foi
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optado o uso do cálculo do swDSC desconsiderando-se as predições sem metástases e que

são compostas unicamente depixels verdadeiros negativos.

Em seguida, foram realizadas predições para o modelo com dados faltantes, isto é,

com a remoção de algumas das sequências de pulso noinput do modelo. Dessa maneira,

foram removidas uma de cada vez as sequências FLAIR, BRAVO, T1 pré contraste, T1

pós contraste e ambas as sequências T1. Essa análise foi realizada com o intuito de saber

se existem sequências com maior importância para a predição do modelo e, se existem,

quais são essas sequências. Os resultados obtidos com a remoção dessas sequências estão

apresentados na Tabela 8.

Tabela 8 � Métricas de performance do coe�ciente Dice médio porslice (swDSC) para o
caso considerando-se o fundo (BG) e desconsiderando-se o fundo (noBG), para
as predições com algumas das modalidades faltantes, denotadas por mFLAIR,
mBRAVO, mT1pos, mT1pre e mT1 para, respectivamente, os casos com a
remoção das sequências FLAIR, BRAVO, T1 pós contraste, T1 pré contraste
e ambas as sequências T1 do modelo de (OTTESEN et al., 2023) para o banco
de dadosBrainMetShare.

swDSC mFLAIR swDSC mBRAVO swDSC mT1pos swDSC mT1pre swDSC mT1

BG noBG BG noBG BG noBG BG noBG BG noBG
0,81 0,39 0,62 0,10 0,81 0,40 0,80 0,37 0,81 0,40

Fonte: Autoria própria.

Nota-se que entre todas as sequências presentes desse banco de dados, a remoção

da sequência BRAVO possui um menor resultado para o coe�ciente Dice médio porslice

tanto considerando-se os verdadeiros negativos (swDSC= 0; 62� 0; 18) quanto os descon-

siderando (swDSC= 0; 10 � 0; 09). Para essa avaliação, os menores valores encontrados

para o valor de swDSC informa a relevância da sequência para realizar a predição, e esse

resultado indica que a sequência BRAVO possui informações que, caso sejam removidas,

resultam em uma menor e�ciência do modelo, destacando sua importância para realizar

boas predições. Em seguida, foram realizadas predições com apenas uma das sequências,

removendo-se as outras três, e os resultados para os valores do coe�ciente Dice para essas

predições podem ser encontrados na Tabela 9.

Tabela 9 � Métricas de performance do coe�ciente Dice médio porslice (swDSC) para
o caso considerando-se o fundo (BG) e desconsiderando-se o fundo (noBG),
para as predições com apenas uma das sequências FLAIR, BRAVO, T1 pós
contraste (T1pos), T1 pré contraste (T1pre) e ambas as sequências T1 do
modelo de (OTTESEN et al., 2023) para o banco de dadosBrainMetShare.

swDSC FLAIR swDSC BRAVO swDSC T1pos swDSC T1pre swDSC T1

BG noBG BG noBG BG noBG BG noBG BG noBG
0,57 0,09 0,81 0,38 0,63 0,18 0,66 0,02 0,66 0,02

Fonte: Autoria própria.
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Como pode-se observar, o uso único da sequência BRAVO (swDSC= 0; 38� 0; 17)

possui resultados similares ao uso de todas as sequências (swDSC= 0; 40� 0; 16), o que

reforça a importância da sequência BRAVO em relação às outras sequências. Um grá�co

comparativo com os valores de swDSC calculados em todas as combinações de sequências

está apresentado da Figura 24, em que se percebe a diferença de se calcular o valor médio

de DSC porslice assumindo osslicescompostos exclusivamente de verdadeiros negativos

como tendo swDSC= 1 (BG), representado pelas barras em transparência que assumem

valores que chegam a quase o dobro, e desconsiderando-se essesslices para o cálculo do

valor médio de DSC porslice (noBG), representado pelas barras cheias.

Figura 24 � Coe�ciente Dice médio porslice swDSC calculado em todas as combinações
de sequências do modelo de (OTTESEN et al., 2023) para o banco de dados
BMS em formato PNG considerando-se osslices compostos exclusivamente
de verdadeiros negativos (BG) e desconsiderando-se essesslices (noBG) para
o cálculo do valor de swDSC. Only indica que apenas aquela sequência foi
utilizada, e a letra m indica que a sequência seguida da letra m foi removida.

Fonte: Autoria própria.

Além disso, realizando uma análise de correlação entre os valores de swDSC com-

pleto com todas as ponderações, e os valores de swDSC obtidos nos demais casos apre-

sentados nas Tabelas 8 e 9, foram encontrados os grá�cos apresentados nas Figuras 25

e 26. Nesses grá�cos, cada barra indica a correlação dos valores de swDSC determina-

dos para cada paciente com a remoção de alguma ponderação (em vermelho) ou apenas

utilizando-se uma das ponderações (em verde) em comparação com o mesmo valor de

swDSC quando são utilizadas todas as ponderações para a predição. Note que as barras

em cor verde indicam que a correlação entre a sequência única tem relevância para a

predição do modelo como um todo, enquanto que as barras em cor vermelha indicam a
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correlação com a remoção de uma sequência, isto é, que uma alta correlação signi�ca que

a sequência removida não possui relevância para a predição do modelo como um todo.

Figura 25 � Coe�cientes de correlação de Pearson dos valores de swDSC do modelo de
(OTTESEN et al., 2023) para o banco de dados BMS em seu formato PNG
com a remoção de alguma modalidade em relação ao todo para o caso em que
se considera os verdadeiros negativos dosslices sem metástases como tendo
o valor de DSC= 1. Only indica que apenas aquela sequência foi utilizada, e
a letra m indica que a sequência seguida da letra m foi removida.

Fonte: Autoria própria.

A partir da análise desses grá�cos de correlação, entendemos que a sequência T1

pós contraste (T1pos) não é relevante para realizar a predição, dado que a sua remoção

implica a maior correlação em ambos os casos (mT1, em vermelho), indicando que realizar

a predição com ou sem essa sequência pouco afeta o resultado da segmentação. No entanto,

quando analisamos o uso apenas da sequência T1 pós contraste, sua correlação é maior do

que utilizar apenas a sequência FLAIR, apenas a sequência T1 pré contraste, e ambas as

sequências T1 pré e pós contraste. Em contrapartida, a sequência BRAVO é a que possui

menor correlação quando removida (mBRAVO, em vermelho) e maior correlação quando

utilizada unicamente (Only BRAVO, em verde), con�rmando através de uma segunda

análise sua relevância para uma predição mais e�ciente.

Para o banco de dados BMS em seu formato nativo NIfTI, foi realizada essa mesma

análise de correlação para as modalidades faltantes, o que resultou no grá�co da Figura

27.

A partir desse grá�co, �ca evidente a sequência BRAVO possui forte correlação

com o resultado do modelo de modo geral, e que a remoção das outras modalidades que

não são a BRAVO pouco in�uenciam no resultado da segmentação do modelo. Com isso,
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Figura 26 � Coe�cientes de correlação de Pearson dos valores de DSC do modelo de (OT-
TESEN et al., 2023) para o banco de dados do BMS em seu formato PNG com
a remoção de alguma modalidade em relação ao todo para o caso em que não
se considera os verdadeiros negativos dosslices sem metástases. Only indica
que apenas aquela sequência foi utilizada, e a letra m indica que a sequência
seguida da letra m foi removida.

Fonte: Autoria própria.

é possível a�rmar que o modelo Met-Seg é fortemente dependente da sequência BRAVO

para realizar uma boa predição.

Sendo assim, essa mesma análise foi realizada para o banco de dados disponibili-

zado noThe Cancer Imaging Archive(TCIA) por (RAMAKRISHNAN et al., 2024), que

possui imagens de 200 pacientes obtidas nas sequências FLAIR, T1 pré contraste e T1 pós

contraste. Como a sequência BRAVO não estava disponível nessedataset, a comparação

poderá ser realizada apenas para as sequências FLAIR e T1.

De forma similar ao que foi realizado para o banco de dadosBrainMetShare, na

Tabela 10 encontram-se os valores do coe�ciente Dice para as diferentes combinações

de sequências considerando-se ospixels pretos que são os verdadeiros negativos (BG) e

desconsiderando-se ospixels verdadeiros negativos (noBG) e, na Tabela 11, encontram-se

a comparação entre os bancos TCIA eBrainMetShare para os valores encontrados para

swDSC de todos os pacientes.

Os resultados da Tabela 10 apontam para a importância da sequência FLAIR no

banco de dados do TCIA, que reduz os valores de DSC caso seja removida dos arqui-

vos utilizados para a predição, quando comparada às sequências T1 pré (T1pre) e pós

(T1pos) aplicação de contraste, com uma pequena maior relevância para a sequência T1

pré contraste. Além disso, nota-se que os valores para o DSC desconsiderando-se osslices
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Figura 27 � Coe�cientes de correlação de Pearson dos valores de swDSC do modelo Met-
Seg (OTTESEN et al., 2023) para o banco de dados do BMS em formato
NIfTI nativo com a remoção de alguma modalidade em relação ao todo para
o caso em que não se considera os verdadeiros negativos dosslices sem me-
tástases. Only indica que apenas aquela sequência foi utilizada, e a letra m
indica que a sequência seguida da letra m foi removida.

Fonte: Autoria própria.

Tabela 10 � Métricas de performance do coe�ciente Dice médio porslice (swDSC) para
o caso considerando-se o fundo (BG) e desconsiderando-se o fundo (noBG),
para as predições com algumas das modalidades faltantes, denotadas por
mFLAIR, mT1pos e mT1pre para, respectivamente, os casos com a remoção
das sequências FLAIR, T1 pós contraste e T1 pré contraste do modelo de
(OTTESEN et al., 2023) para o banco de dados do TCIA.

swDSC mFLAIR swDSC mT1pos swDSC mT1pre

BG noBG BG noBG BG noBG
0,74± 0,08 0,02± 0,05 0,77± 0,08 0,07± 0,09 0,78± 0,09 0,08± 0,11

Fonte: Autoria própria.

compostos exclusivamente porpixels verdadeiros negativos (noBG) estão bastante abaixo

dos valores considerando-se essesslices (BG). Para esse banco de dados, que possui um

total de 31000slices sendo 10600 com metástases e 20400 sem metástases, utilizando-se

o mesmo algoritmo nunca treinado, cuja única função seja realizar a predição deslices

pretos, acertaria 20400 das 31000 predições, e seu coe�ciente Dice médio porslice teria

o valor de 20400
31000 = 0; 65806451612, o que é um valor com cerca de 12% de variação dos

resultados do modelo encontrados considerando-se osslices totalmente verdadeiro positi-

vos (BG). No entanto, os resultados para a média de DSC desconsiderando-se essesslices

apresentam-se abaixo de0; 12.
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Tabela 11 � Métricas de performance do coe�ciente Dice (DSC) médio por slice para o
caso considerando-se o fundo (BG) e desconsiderando-se o fundo (noBG),
para as predições com a presença de todas as sequências utilizando o modelo
de (OTTESEN et al., 2023) para o banco de dados do TCIA e oBrain-
MetShare.

swDSC TCIA swDSC BrainMetShare swDSC mBRAVO(BMS)

BG noBG BG noBG BG noBG
0,77± 0,08 0,07± 0,09 0,81± 0,13 0,40± 0,16 0,62± 0,18 0,10± 0,09

Fonte: Autoria própria.

Já os resultados da Tabela 11 con�rmam que a sequência BRAVO é crucial para o

modelo Met-Seg realizar a segmentação de metástases, e que a sua ausência no banco de

dados do TCIA é comparável com a remoção dessa sequência no banco de dados utilizado

no treino do modelo, oBrainMetShare.

Quando considerados os usos únicos de cada uma das sequências, os valores de

DSC encontrados estão apresentados na Tabela 12.

Tabela 12 � Métricas de performance do coe�ciente Dice médio porslice (swDSC) para
o caso considerando-se o fundo (BG) e desconsiderando-se o fundo (noBG),
para as predições com apenas uma das sequências FLAIR, T1 pós contraste
(T1pos) e T1 pré contraste (T1pre) do modelo de (OTTESEN et al., 2023)
para o banco de dados do TCIA.

swDSC FLAIR swDSC T1pos swDSC T1pre

BG noBG BG noBG BG noBG
0,75± 0,08 0,07± 0,10 0,82± 0,09 0,20± 0,17 0,74± 0,08 0,02± 0,05

Fonte: Autoria própria.

Esses resultados apontam uma relevância levemente maior para a sequência FLAIR,

seguida pela sequência T1 pós contraste e com a sequência T1 pré contraste sendo a menos

relevante. Essa pequena variação na ordem de relevância das sequências quando compa-

rada com a análise feita com a remoção das sequências pode ser explicada pelo fato de

não existir uma sequência que seja mais importante do que outra nessa análise. A�nal, a

sequência que se mostrou mais relevante no estudo realizado para o banco de dadosBrain-

MetSharefoi a sequência BRAVO, que não está presente no banco de dados do TCIA, e as

sequências FLAIR e T1 não se mostraram signi�cativamente importantes para a predição.

Uma análise de correlação entre os valores de swDSC de todos os pacientes do

banco de dados do TCIA também foi realizado para cada uma das ponderações, e também

com suas remoções, com a exceção da sequência BRAVO que não pertencia a este banco

de dados. O grá�co de coe�cientes de correlação do swDSC em relação ao uso de todas

as sequências para o caso em que não se considera o fundo da imagem está apresentado

na Figura 28, onde é possível observar a in�uência da sequência FLAIR na ausência da



Capítulo 6. Resultados e Discussão 78

sequência BRAVO.

Figura 28 � Valores dos coe�cientes de correlação de Pearson para os valores dos coe�-
cientes Dice médio porslice do modelo Met-Seg para o banco de dados do
TCIA entre os pares com e sem a remoção de alguma(s) modalidade(s) de
imagem, para o caso em que não se considera os verdadeiros negativos dos
slicessem metástases. Only indica que apenas aquela sequência foi utilizada,
e a letra m indica que a sequência seguida da letra m foi removida.

Fonte: Autoria própria.

Os valores de swDSC calculados em todas as combinações de sequências também

está apresentado da Figura 29, em que percebe-se a signi�cativa diferença de se calcular o

valor médio de DSC porslice assumindo osslicescompostos exclusivamente de verdadeiros

negativos como tendo DSC= 1 (BG) e desconsiderando-se essesslices para o cálculo do

valor médio de DSC porslice (noBG).

Para esse banco de dados, essa diferença foi mais perceptível e nota-se o valor de

swDSC calculado para a sequência T1 pós contraste sendo usada unicamente (swDSC =

0; 20� 0; 17), que é mais de duas vezes maior do que os valores de swDSC calculados para

a sequência FLAIR (swDSC =0; 07� 0; 10), dez vezes maior do que para a sequência T1

pré contraste (swDSC =0; 02� 0; 05) e inclusive para a que usa todas as sequências juntas

(swDSC = 0; 07� 0; 09). O mesmo ocorre no caso dodataset BrainMetSharedesconside-

rando a sequência BRAVO, em que o swDSC da sequência T1 pós contraste (swDSC =

0; 18� 0; 13) é também duas vezes maior do que o swDSC calculado utilizando somente a

sequência FLAIR (swDSC =0; 09� 0; 08) e nove vezes maior do que o swDSC da sequên-

cia T1 pré contraste (swDSC =0; 02� 0; 07). Isso indica que a sequência T1 pós contraste

apresenta informações que são importantes para a segmentação, apesar de possuir um

baixo valor para o coe�ciente Dice médio porslice (swDSC = 0; 20� 0; 17), o que reforça

a a�rmação de Liu et al. (2017) sobre o uso único da sequência T1 com contraste para

a identi�cação e consequente segmentação da região metastática. Além disso, ressalta-se

que o valor de swDSC calculado utilizando-se apenas a sequência T1 pós contraste é li-
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Figura 29 � Coe�ciente Dice calculado em todas as combinações de sequências do modelo
de (OTTESEN et al., 2023) para o banco de dados do TCIA considerando-
se os slices compostos exclusivamente de verdadeiros negativos (BG) e
desconsiderando-se essesslices(noBG) para o cálculo do valor médio de DSC
por slice. Only indica que apenas aquela sequência foi utilizada, e a letra m
indica que a sequência seguida da letra m foi removida.

Fonte: Autoria própria.

geiramente maior para a aplicação nodataset do TCIA (swDSC = 0; 20� 0; 17) do que

para o BrainMetShare (swDSC = 0; 18 � 0; 13). Essa diferença absoluta dos valores do

coe�ciente Dice para os dois bancos de dados é explicada pelo fato do modelo de Ottesen

et al. (2023) ter sido treinado com as imagens do banco de dadosBrainMetShare e, por

isso, apresenta melhores resultados já que a análise realizada neste trabalho é pratica-

mente um resultado de validação. Enquanto isso, os resultados obtidos com o banco de

dados do TCIA para o modelo de Ottesenet al. (2023) são resultados de teste, visto que

as imagens apresentadas ao modelo não foram utilizadas em seu treinamento, e também

possuem características de aquisição distintas, conforme foi apresentado na Tabela 3 do

Capítulo 5. Por esse motivo, os resultados do modelo Met-Seg (OTTESEN et al., 2023)

não foram muito satisfatórios para o banco de dados do TCIA e, apesar de acertar uma

quantidade razoável de predições, em alguns outros casos o modelo realiza um número

maior de predições, para regiões em que não há presença de metástase, conforme é possível

observar em um caso exemplo na Figura 30.

6.2.2 Modelo AURORA, desenvolvido por Buchneret al. (2023)

Para o modelo AURORA (BUCHNER et al., 2023), foi realizada a análise através

do coe�ciente Dice volumétrico (3D-DSC), que foi a métrica apresentada pelos autores.

Os valores obtidos de 3D-DSC para os diferentes bancos de dados estão apresentados na



Capítulo 6. Resultados e Discussão 80

Figura 30 � Exemplo para doisslicesem um caso do paciente de índice 92 do banco de da-
dos do TCIA, em que o modelo Met-Seg realiza erroneamente (em vermelho)
as segmentações de volumes tumorais. Em azul, nas duas primeiras imagens
do topo, está destacada a região com presença metastática delimitada por
radiologistas (ground truth).

Fonte: Autoria própria.

Tabela 13.

Tabela 13 � Comparação dos resultados do coe�ciente Dice volumétrico (3D-DSC) obtidos
para as predições realizadas pelo modelo AURORA (BUCHNER et al., 2023)
utilizando todas as modalidades de imagens presentes nos bancos de dados
dos autores, BMS, TCIA e Ocaña-Tiendaet al. (2023).

Banco de dados 3D-DSC
Buchner et al. (2023) 0,92� 0,07

BMS PNG 0,20� 0,26
BMS NIfTI 0,41 � 0,31

TCIA 0,53 � 0,36
Ocaña-Tiendaet al. (2023) 0,56� 0,36

Fonte: Autoria própria.

Nota-se que o valor obtido para o coe�ciente Dice volumétrico no banco de dados

próprio dos autores foi superior aos obtidos nos bancos de dados apresentados neste estudo,

indicando que o modelo precisa passar por uma melhoria em sua robustez para que possua

uma boa performance em novas imagens. Além disso, é possível que a conversão das

imagens em PNG para NIfTI resultem em perda de informação, visto que o modelo teve

os piores resultados para o banco de dados BMS em seu formato original em PNG.

Como o modelo AURORA permite a combinação de diferentes modalidades de
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imagem noinput do modelo, foram calculados os valores do coe�ciente Dice volumétrico

dessas diferentes combinações para os bancos BMS e TCIA. Sendo assim, foram obtidos

os resultados apresentados na Tabela 14

Tabela 14 � Média dos coe�cientes Dice volumétricos (3D-DSC) das predições do modelo
AURORA (BUCHNER et al., 2023) para o banco de dados BMS em seu for-
mato nativo NIfTI com a remoção da sequência T1 pré-contraste (mT1pre),
utilizando apenas a sequência FLAIR, apenas as sequências T1 pré e pós
contraste (T1) e apenas a sequência T1 pré (T1pre) e pós (T1pos) contraste.
Em todos os casos a sequência BRAVO não foi utilizada, pois o modelo não
foi treinado para esse tipo de imagem.

3D-DSC T1pre 3D-DSC mT1pre 3D-DSC FLAIR 3D-DSC T1 3D-DSC T1pos

0; 15� 0; 24 0; 39� 0; 30 0; 19� 0; 26 0; 41� 0; 33 0; 40� 0; 33
Fonte: Autoria própria.

Da mesma maneira que foi feita para o modelo Met-Seg, uma análise de correlação

de Pearson foi realizada exame a exame para a remoção de algumas sequências, porém

com a informação do 3D-DSC em vez do swDSC, pois os autores do modelo AURORA

utilizaram a métrica do coe�ciente Dice volumétrico em sua publicação. Essa análise

pode ser encontrada na Figura 31, em que é possível observar uma correlação muito

forte (p = 0,92) entre o uso das sequências T1 com e sem contraste e o uso de todas

as sequências, indicando que essas duas sequências possuem maior in�uência na hora da

inferência realizada pelo modelo. Além disso, nota-se que o uso apenas da sequência T1 pós

contraste é similar ao uso das sequências FLAIR e T1 pós contraste combinadas (mT1pre),

mantendo uma correlação forte (p = 0.82 e p = 0.81), e que a adição da sequência FLAIR

não gera uma melhoria no resultado do modelo, o que pode ser observado na correlação

moderada (p = 0.60) entre o uso único da sequência FLAIR e o uso de todas as sequências.

Sendo assim, a combinação da sequência T1 pós contraste com as sequências T1 pré

contraste ou T2 FLAIR gerou melhores resultados do que o uso individual da sequência

T1 pós contraste.

O uso da métrica 3D-DSC em vez da swDSC não apresenta uma variação signi�ca-

tiva da análise de dados, pois as duas métricas também estão fortemente correlacionadas

em um valor de coe�ciente de Pearson médio de0; 931� 0; 016 quando comparados as

correlações de swDSC e 3D-DSC para todos os modelos em todos os bancos de dados.

Sendo assim, as análises realizadas para as métricas 3D-DSC e swDSC se tornam análogas.

Como algumas publicações utilizam a métrica IoU e sua equação é similar à equação de

DSC, também foi realizada uma análise adicional para a correlação entre IoU e swDSC,

o índice de correlação para essas métricas resultou em um valor de0; 941� 0; 018, in-

dicando correlação muito forte. Dessa maneira, concluí-se que a apresentação de apenas

uma dessas três métricas é su�ciente para a análise da performance da segmentação.
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Figura 31 � Valores dos coe�cientes de correlação de Pearson para os valores dos coe�-
cientes Dice volumétricos (3D-DSC) do modelo AURORA para o banco de
dados BMS em seu formato NIfTI nativo entre os pares com e sem a remo-
ção de alguma(s) modalidade(s) de imagem. Only indica que apenas aquela
sequência foi utilizada, e a letra m indica que a sequência seguida da letra m
foi removida.

Fonte: Autoria própria.

6.2.3 Modelo Raidionics, desenvolvido por Bougetet al. (2023)

As inferências realizadas pelo modelo Raidionics (BOUGET et al., 2023) só foram

possíveis de serem realizadas para a sequência T1 pós contraste e os resultados para o

coe�ciente Dice estão apresentados na Tabela 15, que compara os valores encontrados

para os bancos de dados deste estudo com o banco de dados dos autores do modelo, que

separam os resultados de performance entre geral, para metástases menores do que 2 mL

e metástases maiores ou de tamanho igual à 2 mL. Nesta Tabela, pode-se observar que

a performance geral do modelo apresentada pelos autores sofre um decréscimo de 29%

para os bancos de dados TCIA e Ocaña-Tiendaet al. (2023), sem muita variação de

performance nesses dois bancos que possuem, respectivamente, um valor médio de 4,36

mL e 3,40 mL para a mediana do tamanho tumoral por paciente, que são de 4 a 5 vezes

menores do que o tamanho das lesões na qual o modelo foi inicialmente testado. Esse

resultado aponta para uma robustez do modelo para diferentes bancos de dados, uma vez

que possui uma performance similar para bancos diferentes, e é condizente com o esperado

pelo que foi apontado pelos autores, que informam um decréscimo na performance com

a diminuição do tamanho tumoral. Já para o banco BMS, que possui um valor médio

para a mediana do volume tumoral por paciente de 0,63 mL, esse resultado é reduzido

em 57% para o caso geral e �ca 47% abaixo do valor obtido pelos autores para o caso



Capítulo 6. Resultados e Discussão 83

de metástases menores de 2 mL, o que con�rma a di�culdade do modelo em realizar a

segmentação de metástases pequenas.

Tabela 15 � Comparação dos resultados do coe�ciente Dice volumétrico (3D-DSC) obtidos
para as predições realizadas pelo modelo Raidionics (BOUGET et al., 2023)
utilizando apenas a modalidade T1 pós contraste dos bancos de dados dos
autores, BMS, TCIA e Ocaña-Tiendaet al. (2023).

Banco de dados Volume do tumor (V) 3D-DSC

Bouget et al. (2023)

�V = 17 mL 0; 866� 0; 191
V < 2 mL 0; 701� 0; 309
V � 2 mL 0; 895� 0; 132

BMS NIfTI �V = 0,63 mL 0; 374� 0; 310
TCIA �V = 4,36 mL 0; 611� 0; 346

Ocaña-Tiendaet al. (2023) �V = 3,40 mL 0; 610� 0; 354
Fonte: Autoria própria.

6.2.4 Análise doschecklistsCLAMP e CLAIM para as publicações envol-

vendo os modelos da literatura

Foram veri�cados os itens doschecklistsnas publicações dos três modelos: Met-Seg

(OTTESEN et al., 2023), AURORA (BUCHNER et al., 2023) e Raidionics (BOUGET et

al., 2023). Os itens marcados com ocheckmarkverde ( ) indicam que o artigo apresentou

o item conforme descrito pelos autores doschecklists, enquanto que os itens marcados com

a cruz vermelha (� ) indicam que o artigo não apresentou ou que apresentou parcialmente

o item conforme descrito pelos autores doschecklists. No �nal, há soma total de itens que

estavam de acordo com cadachecklist.

Sendo assim, pode-se dizer que a publicação envolvendo o modelo AURORA (BU-

CHNER et al., 2023) possui uma maior qualidade de apresentação dos resultados, uma

vez que consta com 64% dos itens de ambos oschecklistsde acordo com sua publicação.

A publicação envolvendo o modelo Met-Seg (OTTESEN et al., 2023) consta com 51% de

itens de acordo com ambos oschecklistse a publicação envolvendo o modelo Raidionics

(BOUGET et al., 2023) consta com 26% de itens de acordo com oschecklists, sendo essa

a que menos se encontra adequada pela análise através doschecklists. Apesar de nenhuma

publicação ultrapassar a margem de dois terços de adequação doschecklists, as revistas

nas quais foram publicadas possuem um bom fator de impacto, de valores 4,9 para a

publicação do modelo AURORA, 2,5 para a publicação do modelo Met-Seg e 3,8 para a

publicação do modelo Raidionics.
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Quadro 1 � Checklists CLAIM e CLAMP para as publicações dos três modelos.

Checklist CLAIM CLAMP
Modelo Met-Seg AURORA Raidionics Met-Seg AURORA Raidionics
Item 1 � �
Item 2 � � � � �
Item 3 � � � �
Item 4 � � �
Item 5 �
Item 6 �
Item 7 � �
Item 8 � � � �
Item 9 � �

Item 10 � �
Item 11 � � � N/A N/A N/A
Item 12 �
Item 13 � � � � �
Item 14 � � � �
Item 15 � � � N/A N/A
Item 16 � � � �
Item 17 � � �
Item 18 � � �
Item 19 � � �
Item 20 � � �
Item 21 � � � � � �
Item 22 � �
Item 23 � �
Item 24 � � �
Item 25 � � �
Item 26 � � � �
Item 27 N/A N/A N/A - - -
Item 28 � � - - -
Item 29 � � � - - -
Item 30 � - - -
Item 31 � - - -
Item 32 � - - -
Item 33 � - - -
Item 34 � � - - -
Item 35 � � � - - -
Item 36 � � - - -
Item 37 � � � - - -
Item 38 - - -
Item 39 � - - -
Item 40 � - - -
Item 41 � - - -
Item 42 � - - -
Item 43 - - -
Item 44 � � - - -

Total 20 27 10 16 18 8
Fonte: Autoria própria.
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6.2.5 Comparação dos resultados obtidos nos três modelos da literatura

Os resultados para os coe�cientes Dice volumétricos (3D-DSC) dos três modelos

para os três bancos de dados utilizando todas as sequências possíveis estão apresentados

na Tabela 16 e, na Tabela 17, encontra-se os mesmos resultados para o uso apenas da

sequência T1 pós contraste, que é a única sequência disponível no banco de dados de

Ocaña-Tiendaet al. (2023).

Tabela 16 � Média e desvio padrão dos valores de coe�ciente Dice volumétrico encon-
trados pelos modelos Met-Seg, AURORA e Raidionics nos bancos de dados
BrainMetShare em formato original PNG,BrainMetShare em formato origi-
nal NIfTI, TCIA e Ocaña-Tienda et al. (2023).

Banco de dados Met-Seg AURORA Raidionics
BMS PNG 0; 58� 0; 21 0; 20� 0; 26 -
BMS NIfTI 0; 75� 0; 13 0; 41� 0; 31 0; 37� 0; 31

TCIA 0; 12� 0; 17 0; 53� 0; 36 0; 61� 0; 35
Ocaña-Tiendaet al. (2023) 0; 50� 0; 30 0; 56� 0; 36 0; 61� 0; 35

Fonte: Autoria própria.

Tabela 17 � Média e desvio padrão dos valores de coe�ciente Dice volumétrico encontrados
pelos modelos Met-Seg, AURORA e Raidionics nas imagens em ponderação
T1 com contraste dos bancos de dadosBrainMetShare em formato original
NIfTI, TCIA e Ocaña-Tienda et al. (2023).

Banco de dados Met-Seg AURORA Raidionics
BMS NIfTI 0; 48� 0; 21 0; 40� 0; 33 0; 37� 0; 31

TCIA 0; 34� 0; 27 0; 68� 0; 33 0; 61� 0; 35
Ocaña-Tiendaet al. (2023) 0; 50� 0; 30 0; 56� 0; 36 0; 61� 0; 35

Fonte: Autoria própria.

A partir da Tabela 17, pode-se ver que quando as mesmas condições são oferecidas

para todos os modelos, isto é, no caso em que apenas a sequência T1 pós contraste é

utilizada, o modelo AURORA é o que possui a melhor performance de segmentação.

Apesar disso, o modelo Met-Seg é o que apresentou melhor performance para metástases

de menor volume, enquanto que o modelo Raidionics apresentou uma performance mais

estável entre os bancos de dados que não são compostos por volumes tumorais de menor

tamanho.

Com o intuito de veri�car alguma relação entre o coe�ciente Dice e algumas ca-

racterísticas da imagem, foram realizadas quatro análises envolvendo a quantidade de

volumes tumorais, o volume tumoral total, a mediana dos volumes tumorais e o tamanho

da imagem utilizada comoinput. Essas variáveis foram comparadas com os valores do

swDSC médio por exame, e os grá�cos com as distribuições de todos os modelos e banco

de dados estarão dispostos a seguir, onde, na parte inferior, também é possível ter uma

visão geral dessas distribuições para cada modelo e cada banco de dados isoladamente.
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Na Figura 32, está apresentado o coe�ciente Dice médio porslice em função do

número de tumores (contabilizados até 100) para as predições dos três modelos nas ima-

gens dos três bancos de dados, em que é possível observar o decrescimento do coe�ciente

Dice com o número de volumes tumorais. Para pequenas quantidades de volumes tumo-

rais, não há uma relação explícita para a melhora da e�ciência do modelo em realizar a

segmentação.

Figura 32 � Coe�ciente Dice médio porslice versus a quantidade de volumes tumorais por
paciente para os modelos Met-Seg (círculo) (OTTESEN et al., 2023), AU-
RORA (quadrado) (BUCHNER et al., 2022) e Raidionics (triângulo) (BOU-
GET et al., 2023), para os três bancos de dados:BrainMetShare (em verme-
lho), TCIA (em azul) e Ocanã-Tienda (em amarelo).

Fonte: Autoria própria.

Na Figura 33, está apresentado o coe�ciente Dice médio porslice em função do

volume tumoral total para as predições dos três modelos nas imagens dos três bancos

de dados, em que é possível observar que maiores volumes tumorais são mais facilmente
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detectados pelos modelos AURORA (quadrados azuis) e Raidionics (triângulos azuis), já

para o modelo Met-Seg (círculos azuis), os maiores volumes tumorais totais foram mais

difíceis de serem detectados. Ressalta-se que o modelo Raidionics foi melhor do que o

modelo Met-Seg para o banco de dados do BMS (em vermelho), que é o banco em que

o modelo Met-Seg foi treinado. Esse padrão se repetiu para o grá�co do coe�ciente Dice

pela mediana dos volumes tumorais por exame, o que reforça que não apenas grandes

volumes tumorais totais são mais di�cilmente detectados pelo modelo Met-Seg, mas que

metástases de tamanhos maiores também se mostram desa�adoras.

Figura 33 � Coe�ciente Dice médio porslice versus a o volume total tumoral por paciente
para os modelos Met-Seg (círculo) (OTTESEN et al., 2023), AURORA (qua-
drado) (BUCHNER et al., 2022) e Raidionics (triângulo) (BOUGET et al.,
2023), para os três bancos de dados:BrainMetShare (em vermelho), TCIA
(em azul) e Ocanã-Tienda (em amarelo).

Fonte: Autoria própria.

A respeito da in�uência do tamanho das imagens, o plot do coe�ciente Dice médio
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Figura 34 � Coe�ciente Dice médio porslice versus a mediana de volumes tumorais por
paciente para os modelos Met-Seg (círculo) (OTTESEN et al., 2023), AU-
RORA (quadrado) (BUCHNER et al., 2022) e Raidionics (triângulo) (BOU-
GET et al., 2023), para os três bancos de dados:BrainMetShare (em verme-
lho), TCIA (em azul) e Ocanã-Tienda (em amarelo).

Fonte: Autoria própria.

por slice em função do tamanho em voxels está apresentado na Figura 35. A partir desse

grá�co pode-se concluir que as imagens de maior tamanho possuem melhores resultados

para o modelo Raidionics, o que indica que para esse modelo em especí�co, a resolução

da imagem e a capacidade do modelo em realizar a segmentação podem estar associadas.

No entanto, essa a�rmativa não é verdadeira para os modelos AURORA e Met-Seg.

Além disso, como o banco de dados de Ocaña-Tiendaet al. (2023) possui a in-

formação da origem do tumor primário, foi possível realizar a distinção dos coe�cientes

Dice encontrados para cada uma das origens, o que encontra-se apresentado na Figura

36, em que é possível observar um maior coe�ciente Dice para as metástases que possuem
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